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Was ist Kiinstliche Intelligenz?

EU-Factsheet on Artificial Intelligence
(https://digital-strategy.ec.europa.eu/en/library/
factsheet-artificial-intelligence-europe)
Artificial intelligence (Al) refers to systems that show in-
telligent behaviour: by analysing their environment they
can perform various tasks with some degree of autonomy
to achieve specific goals.
Mobile phones, e-commerce tools, navigation systems and
many other different sensors constantly gather data or
images. Al, particularly machine-learning technologies, can
learn from this torrent of data to make predictions and
create useful insights.

Aussage iiber das derzeitige (eingeschrankte) Verstandnis von Ki
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Konnen Maschinen denken?

Alan Turing 1950

Konkretisierung der Frage:
Konnen Maschinen denken?

zur lberpriifbaren Frage:
Konnen Maschinen konstruiert werden, die einen
speziellen Test bestehen?



Imitation Game

Imitation Game (Alan Turing 1950):

» zwei verschlossene Riume,
in einem befindet sich Herr A, im anderen Frau B

» eine Person C (Frager) stellt Fragen, A und B antworten

» Kommunikation tiber neutrales Medium,
an welchem das Geschlecht nicht erkennbar ist,

» C soll herausfinden, in welchem der Raume Frau B ist

v

Herr A versucht, C irrezufiihren

» Frau B kooperiert mit C

Herr A besteht den Test, wenn ihn C fiir Frau B halt.



Wie erkennt man Intelligenz: Turing-Test

Turing-Test 1950: verschiedene Versionen des Imitation Game
» A ist Machine statt Mann (B Person beliebigen Geschlechts)

» verschiedene Kooperationsverhalten von A und B

Vorschlag zur Bewertung natiirlichsprachlicher
Kommunikationsfahigkeiten



Beginn koordinierter Forschung zur Kiinstlichen Intelligenz

John McCarthy Marvin Minsky Claude Shannon
Programmiersprachen  Kognitionswissenschaft  Informationstheorie

stellten 1955 die Vermutung auf, dass

~jeder Aspekt des Lernens oder jedes anderen Ausdrucks von
Intelligenz prinzipiell so prazise beschrieben werden kann, dass sich
eine Maschine konstruieren lasst, die ihn simuliert.



Begriff Kiinstliche Intelligenz

McCarthy formulierte das Ziel,

»herauszufinden, wie man Machinen konstruiert, die
» natiirliche Sprache benutzen,
» Abstraktionen und Begriffe entwickeln,
» Aufgaben I6sen, die (bis dahin) nur Menschen I6sen konnten,

» sich selbst verbessern.”

und pragte dafiir den Begriff Kiinstliche Intelligenz.



Beginn koordinierter Forschung zur Kiinstlichen Intelligenz

1956: erste Konferenz zur Kiinstlichen Intelligenz
Dartmouth Summer Research Project on Artificial Intelligence

Themen:

>

vVvyvyVvVvYyy

Berechnungsmodelle in Computern

Kommunikation mit Computern in natiirlicher Sprache
Berechenbarkeitstheorie

Neuronale Netzwerke

Selbst-Verbesserung

Abstraktionen

Zufilligkeit und Kreativitat



Forschung zur Kiinstlichen Intelligenz

Momentaufnahme 2006:
Dartmouth Artificial Intelligence Conference: The Next Fifty Years

Themen:

>

vVvvyVvYVvyVvyYyvyy

Modelle des (menschlichen) Denkens
Neuronale Netzwerke

(Maschinelles) Lernen und Suchen
Maschinelles Sehen

Logisches SchlieBen

Sprache und Kognition

KI und Spiele

Interaktion mit intelligenten Maschinen

Ethische Fragen und zukiinftige M&glichkeiten der KI



Ansatze intelligenter Systeme

» Simulation menschlichen Verhaltens
(Versténdnis und eigenes Denken nicht notwendig)
Modellierung von Kognition,
statistische Verfahren, Training mit vielen Fillen
Getroffene Entscheidungen werden nicht begriindet.
schwache kiinstliche Intelligenz

» Simulation des menschlichen Denkens
(Versténdnis und eigenes Denken notwendig)
Denkmodelle, mentale Modelle als Grundlage
logisches SchlieBen, Abstraktion
Jede Entscheidungen kann nachvollziehbar begriindet werden.
starke kiinstliche Intelligenz
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Kritik am Turing-Test
Kritik:

schwache Kl geniigt, um den Turing-Test zu bestehen

1966: Maschinelle Psychotherapeutin Eliza besteht Turing-Test

Searle (1980) Chinese-Room-Argument:

eine (nicht chinesisch verstehende) Person B in einem
verschlossenen Raum mit einem (riesigen) Regelbuch mit
chinesischen Fragen und passenden Antworten.

> A stellt Fragen, B antwortet.

» B antwortet mit Hilfe des Buches immer passend, ohne die
Frage verstanden zu haben.

These: (anscheinend) intelligentes Verhalten ist noch
keine Intelligenz, wenn Verstandnis fehlt (Ansatz der starken Kil)

auBerdem: praktisch nicht umsetzbar (Datenmenge)
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Logische / regelbasierte KI-Methoden

Wissensreprasentation: formale Beschreibung von
Umwelt (Randbedingungen) und Problem

Problemléseverfahren: zur Losung vieler Probleme anwendbares
Standardverfahren (z.B. logisches SchlieBen)

Beispiele:
» Entscheidungsbdume und -tabellen
» Regelsysteme, Logiken, logisches SchlieBen
» Constraint-Systeme und -Ldser
» deklarative Programmierung (logisch, funktional)
> fallbasiertes SchlieBen (durch Analogien)
» Simulation
typische Anwendungen klassischer KI-Methoden:
» Entscheidungsunterstiitzung (z.B. Finanzwirtschaft)
» Diagnosesysteme (z.B. in Medizin, Technik)
» Bewegungs- und Ablaufplanung
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Statistische KI-Methoden

»Soft-Computing” oft besser geeignet fiir Probleme
» die unvollstandig beschrieben sind,
> die keine eindeutige Lésung haben,

> fiir die keine effizienten Losungsverfahren bekannt sind, usw.

einige Ansatze:
» kiinstliche neuronale Netze
P evolutiondre Algorithmen
» Schwarm-Intelligenz, Ameisen-Algorithmen

» Fuzzy-Logiken, probabilistische Logiken
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Aktuelle Entwicklung

starker Fortschritt einiger KI-Methoden (,,Deep Learning")
in den letzten 10 Jahren aufgrund der Entwicklung bei

» Computertechnik: Parallelrechner, GPU (70% Einfluss)

» Speichermoglichkeit groBer Datenmengen, Verfiigbarkeit
groBer strukturierter und annotierter Datenmengen (20%)

P neue Typen kiinstlicher neuronaler Netze,
bessere Algorithmen (10%)

sowie starkem Medieninteresse an bestimmten Erfolgen, z.B.
> 1997 Deep Blue gewinnt gegen amtierenden Weltmeister
» 2011 Watson schldgt zwei Meister in Quizshow Jeopardy!

» 2012 erste Zulassung eines autonomen Fahrzeugs fiir den Test
auf offentlichen StraBen

> 2016 AlphaGo schlagt Go-Meister
> ..

fiihrte zum aktuellen Aufflammen der Kl-Euphorie
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Leistung aktueller (statistischer) KI-Systeme

nahe und teilweise iiber den menschlichen Fihigkeiten z.B. bei
» Erkennung von Objekten in Bildern
» Einordnung / Klassifikation von Objekten und Situationen
» Reaktion auf klar erkannte Situationen

> strategischen Spielen mit endlichem Zustandsraum
z.B. Schach, Go

prinzipielle Herausforderungen:
» Zuverlassigkeit, Sicherheit
» Begriindung, Erklarung
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Schwéchen aktueller (statistischer) KI-Systeme

Kl derzeit noch weit von menschlichen Fahigkeiten entfernt bzgl.
» Erkennung der eigenen Grenzen
> Intuition

> Aufstellen und Uberpriifen sinnvoller Annahmen bei
unvollstindig vorhandener Information

» Lernen ohne vorheriges Training mit groBen Mengen (manuell)
annotierter Daten

» Ubertragen von Wissen zwischen verschiedenen
Anwendungsbereichen

» Kombination verschiedener Methoden

» SchlieBen bzgl. rechtlicher und moralischer Bezugssysteme,
mentaler Modelle
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Einordnung in die Informatik

Informatik Wissenschaft von der Darstellung und Verarbeitung
symbolischer Information durch Algorithmen

Einordnung in die Teilgebiete der Informatik:

theoretisch ~ » Sprachen zur Formulierung von Information und
Algorithmen,
» Berechenbarkeit durch Algorithmen,
» Grundlagen fiir technische und praktische
(und angewandte) Informatik

Grundlagen, z.B. Logik, formale Sprachen

technisch ~ » maschinelle Darstellung von Information
» Mittel zur Ausfiihrung von Algorithmen

Anwendung, z.B. technische Diagnose

praktisch Entwurf und Implementierung von Algorithmen
Grundlagen, z.B. Graph-Suchverfahren,
Inferenzalgorithmen, Algorithmen zum Constaint-Ldsen

angewandt Anwendung von Algorithmen, z.B.
Anwendung, z.B. KI, Spracherkennung, Bilderkennung,
Suchmaschinen, autonome Agenten
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Inhalt der Lehrveranstaltung

Motivation und Grundlagen:

» Daten, Information, Wissen
» Wissenbasierte Systeme (Aufgaben, Aufbau)

Wissensreprasentations- und -verarbeitungsprinzipien:

» symbolische Verfahren:

>

VVVYVYYVYY

Suche in Zustandsiibergangssystemen

(vollstandig, heuristisch)

Klassifikation

Regelsysteme

Logiken (klassische und nichtklassische)

Logische Programme

Unvollstindiges Wissen (nichtmonotones SchlieBen)
Entscheidungstabellen, -bdume und -diagramme

» statistische Verfahren:

>
>
>

mehrwertiges / fuzzy / unscharfes SchlieBen
maschinelles Lernen
kiinstliche neuronale Netze
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Literatur

Folien, Aufgaben, ... zur aktuellen Vorlesung unter
https:
//informatik.htwk-leipzig.de/schwarz/lehre/ss21/kib

Biicher:

>

>

Ingo Boersch, Jochen Heinsohn, Rolf Socher:
Wissensverarbeitung (Spektrum, 2007)

Wolfgang Ertel:

Grundkurs Kiinstliche Intelligenz (Springer, 2016)
(elektronische Version in HTWK-Bibliothek)
Ronald Brachman, Hector Levesque:

Knowledge Representation and Reasoning
(Morgan Kaufmann 2004)

Stuart Russell, Peter Norvig:

Kiinstliche Intelligenz (Pearson 2004)

George Luger: Kiinstliche Intelligenz (Pearson 2001)
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Organisation

5 ECTS (Prasenzzeit 56 h, Vor- und Nachbereitungszeit 94 h)
» wochentlich

» eine Vorlesung
> Ubungsaufgaben (US + Autotool)
» eine Ubung (gemeinsam, direkt vor der Vorlesung)

» Priifungsvorleistung: Beleg

> Prisentation der Lésung der Ubungsaufgaben (MLV)
> Autotool

» Priifung: Klausur 90 min oder PH-D 180 min
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Daten, Wissen, Intelligenz

Umwelt Reize, Eindriicke
Agent Wahrnehmen, Beobachten Daten
Erkennen, Verstehen Information
Anwenden, Kénnen .
Wissen

Lernen

Reflektieren, Begriinden,
Erkennen der Grenzen,
Verstehen

Wissenserwerb (Intelligenz?)

Intelligenz

21



Beispiel: Daten, Information, Wissen, Intelligenz

Daten Darstellungsform (Syntax)
Zeichenketten, Bilder, Ton, ... (z.B 39.7)
Information Bedeutung der Daten (Semantik)
in einem bestimmten Kontext
im Beispiel: Kérpertemperatur= 39.7
Wissen Information mit einem Nutzen,
tragt zur Losung eines Problemes bei,
Nutzen abhangig von vorhandenem Kontextwissen
im Beispiel: Kontext Korpertemperatur > 39.0 ist Fieber,
Fieber ist Symptom von COVID-19 (27%) oder
Nebenwirkung einer Corona-Impfung oder ...
Bei Verdacht auf COVID-19 testen,
bei kiirzlicher Impfung beobachten, sonst ...

Wissenserwerb selbstandige Informationsgewinnung (auch zum Kontext)
im Beispiel iiber (derzeit typische) Ausldser,
Nebensymptome, Fieberbehandlung

Intelligenz Diagnose und Auswahl aus Therapie-Alternativen speziell
fiir die zu behandelnde Person durch Abwagung der zu
erwartenden Wirkungen, ggf. Uberweisung zu Spezialisten
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Explizites und implizites Wissen

explizites Wissen
z.B. Fakten, Aussagen, Zusammenhange, Verfahren
symbolische Reprasentation ermoglicht
Anwendung symbolischer / logischer Verfahren
implizites Wissen
z.B. Fahigkeiten wie Laufen, Autofahren,
Schachspielen
wird durch Training erworben,
(ggf. mit Hilfe expliziten Wissens, z.B. Spielregeln)
Nachbildung durch statistische Verfahren

Kommuniziert werden kann nur explizites Wissen.

Zur Kommunikation (in Raum und Zeit) ist
Transformation von implizitem in explizites Wissen notwendig.
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Arten von Wissen

deklarativ iiber Zustinde (der Welt) Fakten, Aussagen,
Zusammenhange, z.B.

» Fliegenpilze sind ungenieBbar.

P Es existieren gerade Primzahlen.

» Eine Liste (xq,...,X,) ist genau dann aufsteigend
sortiert, wenn sie leer ist oder (x; < x und
(x2, ..., Xn) aufsteigend sortiert ist).

prozedural iiber Zustandsiibergidnge Regeln, Algorithmen,
Funktionen, z.B.

» Kochrezept

» Euklidischer Algorithmus

» aussagenlogisches Resolutionsverfahren
» Sortierverfahren

Ist die folgende Aussage Fakten- oder prozedurales Wissen?
Jedes Kind eines Kindes einer Person X ist ein Enkel von X.
Also: Reprasentationen von Regeln, Algorithmen und Funktionen lassen

sich auch als Faktenwissen auffassen.
24



UA: Missionare + Kannibalen

» Zu Beginn: 3 Missionare 4+ 3 Kannibalen an einem Flussufer

» An diesem Ufer gibt es auch ein Boot, welches héchstens zwei
Personen fasst.

» Sobald an einem Ufer die Kannibalen in der Uberzahl sind,
werden die anwesenden Missionare gefressen.

Aufgabe: Plan zum Ubersetzen aller Personen

UA: Modellierung des relevanten Wissens
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UA: Zahlenritsel

Eine Person A wahlt zwei natiirliche Zahlen zwischen
(einschlieBlich) 2 und 100 und verrat S deren Summe und P deren
Produkt. Dann kommt es zu folgendem Gesprach:

P: Ich kenne die beiden Zahlen nicht.
S: Das weiB ich. Ich kenne sie auch nicht.
P: Dann kenne ich die beiden Zahlen jetzt.
S: Dann kenne ich sie jetzt auch.

Welche Zahlen hat A gewihlt ?

UA: Modellierung des relevanten Wissens
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UA: 3 Weise mit Hut

3 von 5 Hiiten (2 weiB, 3 rot) werden 3 Weisen aufgesetzt, so dass
keiner die Farbe seines Hutes, aber die Farben aller anderen Hiite
sehen kann.

Jeder wird der Reihe nach gefragt, ob er die Farbe seines Hutes
weiB.

Antworten:
1: Nein
2: Nein
3: Ja

Warum weiB der dritte Gefragte seine Farbe auf jeden Fall?

In welchen Fillen kennt der erste Gefragte seine Farbe?

vyvyy

In welchen Fillen kennt der erste Gefragte seine Farbe nicht,
aber der Zweite?

UA: Modellierung des relevanten Wissens
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Was bisher geschah

» Kl-geschichte

» Kl-Tests (Turing, Chinese Room)

» schwache / starke KI

» Daten, Information, Wissen, Intelligenz
>

explizites und implizites Wissen

28



Wissen

» Was ist Wissen?
» Wie lasst es sich darstellen?
» Wie l3sst es sich nutzen, um Probleme zu 16sen?

» Wie lasst es sich erweitern / dndern?

Analogie zu Wissen von Experten auf einem Fachgebiet
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Darstellung von Wissen

formale Reprasentation des Wissens in einer Wissensbasis:
spezielle Form der Daten in der Wissensbasis abhangig von

» Problembereich
P> geplante Verwendung

Wissen in Wissensbasis ist immer Abstraktion, beschreibt Modelle
der Realitat

» Auswahl von (fiir den Anwendungsbereich) wichtigem Wissen
» Vernachlassigung unwichtiger Details
Beispiele:
» Liniennetzplan
» Grundriss
» Stundenplan
» Kostenplan
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Wissensverarbeitung

» Problemldsen

» algorithmische Suche in Zustandsrdumen
» logisches SchlieBen

Beispiel: n-Damen-Problem, kiirzeste Wege in Graphen

> Planen
Finden einer Folge von Aktionen zum Erreichen eines Zieles
Beispiel: morgens Anziehen, Fertigungsroboter

» Kilassifikation
Finden von Klassen (Diagnosen) anhand der Merkmalswerte
(Symptome)
Beispiel: Fahrzeuge, Krankheiten, Fehlfunktionen

teilweise bekannt aus den Modulen
» Modellierung
» Algorithmen und Datenstrukturen
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Anforderungen an Wissensbasen

Qualitatskriterien bei der Modellierung:

| 2

vVvYyyvyy

fiir Problembereich geeignete Abstraktion
effektiv, redundanzfrei

vollstandig

(einfach) erweiterbar

verstandlich

Begriindungen / Erklarungen fiir gefundene Losung
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Beispiele fiir Wissensreprasentation und Problemlosen
Suche / Planen:
Kontext: Zustandsiibergangssystem
Aufgabe: Startzustand und Anforderungen an Zielzusténde
Losung: Zielzustand (und evtl. Pfad dorthin)
Losungsverfahren: Suche (vollstandig oder heuristisch)
Inferenz, logisches SchlieBen:
Kontext: Menge logischer Formeln
Aufgabe: Gilt die Behauptung (logische Formel) im Kontext?
Losung: ja / nein (evtl. mit Begriindung)
Losungsverfahren: logisches Folgern oder SchlieBen
Statistische Klassifikation:
Kontext: klassifizierte Datenmenge (bekannte Fille)
Aufgabe: neuer Fall
Losung: Kilassifikation (Zuordung zu einer Klasse)
Losungsverfahren: statistische Verfahren (z.B. trainiertes KNN)

33



Programmierung und Wissensverarbeitung

Programmierung ‘ Wissensverarbeitung

Entwurf eines Algorithmus zur | Identifikation des zur Losung des
Losung des Problemes Problemes relevanten Wissens

Implementierung in einer geeig- | Darstellung des relevanten Wis-
neten Programmiersprache sens in einer geeigneten Re-
prasentationssprache

Problemlsung durch Ausfiih- | Problemlsung durch Anwendung
rung des Programmes eines Standardverfahrens
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Beispiel: n-Damen-Problem

Aufgabe: Setze n Damen ohne gegenseitige Bedrohungen auf ein

n x n-Spielfeld

Programmierung

Wissensreprasentation

Entwurf geigneter Datenstruk-
turen und eines Algorithmus zur
Losungssuche

Identifikation der Bedingungen an
Aufgabe und Losung

Implementierung

Reprasentation von Spielfeld und
Bedingungen an eine Losung als
logische Formeln (z.B. CNF)

Probleml6sung durch
Ausfiithrung  des  Program-
mes

Probleml6sung durch logisches In-
ferenzverfahren (z.B. Resolution,
SAT-Solver, Prolog)
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Programmierung und Wissensverarbeitung

Programmieren

Wissensverarbeitung

Erklarung der Losung:

Verfolgen der Zustands-
anderung bei Programm-
ausfiihrung

vom Inferenzverfahren verwendete
Voraussetzungen

Beseitigung von Fehlern:

Debugging
Codeidnderung

fehlendes Wissen einfiigen
falsches Wissen I6schen

Erweiterung des Wissens:

neuer Entwurf, Neuimple-
mentierung

neues Wissen in Wissensbasis

einfligen
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Wissensverarbeitung

Teilaufgaben:

Reprasentation des Wissens

> geeignete Abstraktionsgrade

>
>

Sprachen zur Wissensreprasentation
Modellierung

Verarbeitung des Wissens

>
|

Erweiterung vorhandenen Wissens
Herleitung neuen Wissens

» Vertraglichkeit neuen Wissens mit vorhandenem

Anwendung des Wissens, z.B. zum

>

vVvyvyvVvyy

Problemlosen

Erklaren

Planen

Klassifikation

Diagnose
Entscheidungsunterstiitzung
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Beispiele wissensverarbeitender (intelligenter) Systeme

Expertensysteme

Diagnosesysteme

Schach- und andere Spielprogramme

Datenanalyse

Suchmaschinen

Maschinelle Erkennung und Verarbeitung natiirlicher Sprache
Bild- und Zeichenerkennung (Klassifikation)
Objekterkennung in digitalen Bildern

Mustererkennung in digitalen Daten

Planungssysteme

VVVYyVVVYyVYVYyVYYVYY

Steuerung autonomer Agenten,
z.B. fiir Transport, Information, Unterhaltung, Rettung,
Putzen

38



Problemlosung durch Suche in Graphen — Beispiele

» Finden von Wegen in einem Graphen
> Aufgabe:
> gegeben: Graph G (Tafel)
> gesucht: Weg (Pfad) in G von Knoten u zu Knoten v
» Losungsidee: Suche im Graphen

» Miinzenstapelspiel (fiir eine Person)

> Aufgabe:
> gegeben: Stapel von n Miinzen
» gesucht: Zugfolge durch erlaubte Ziige (zwei Miinzen von
einem Stapel nehmen und auf beide Nachbarn verteilen)
bis zu einer Situation, in der kein Zug moglich ist
» | 6sungsidee:
» Modellierung als Zustandsiibergangssystem
(Graph mit Markierungen)
» Suche im Graphen

» 3 Kriige
> Aufgabe:
> gegeben: 3 volle Kriige mit Volumen 91, 71, 4l,
» gesucht: genau 6l in einem der 3 Kriige
» | osungsidee: Zustdnde als Knoten eines Suchbaumes
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Darstellung von Aufgabe und Lésung
Aufgabe:
gegeben:  » Menge V von Zustdnden (evtl. unendlich)
oft beschrieben durch Eigenschaften
» Startzustand s € V
» Menge Z C V von Zielzustanden
(oder Eigenschaften der Zielzustinde)
> mogliche Uberginge zwischen Zustinden
Ubergangsrelation E C V x V
Losung: Folge von Zusténden (Weg von einem Start- zu
einem Zielzustand) (Mitunter interessiert nur der
erreichte Zielzustand.)
Wissensreprasentation: als Graph G = (V, E)
(Zustandsiibergangssystem):
> Knotenmenge V: Zustande
> (gerichtete) Kanten: Zustandsiibergénge
Entfaltung des Graphen zu einem Baum:

Pfade im Graphen = Knoten im Baum
40



Problemldsen durch Suchen

» formale Darstellung des Problemes
als Graph (z.B. Baum, DAG)
» formale Beschreibung der Losung als Eigenschaft von

» Pfaden im Graphen
» Knoten im Baum

Moglichkeiten zum Problemlésen:
» Pfadsuche im Graphen

» Knotensuche im Baum

41



Suche in Graphen

(aus dem Modul Algorithmen und Datenstrukturen schon
bekannte) Verfahren zur Suche in Graphen (und Baumen):
Tiefensuche (depth-first search):
Suche zuerst in Teilbdumen eines noch nicht
besuchten Nachbarn des aktuellen Knotens
Breitensuche (breadth-first search):
Suche zuerst in Teilbdumen eines noch nicht
besuchten Knotens mit der geringsten Tiefe
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Allgemeines Suchverfahren

Daten: L, Menge der noch zu expandierenden Knoten (Agenda)
L, Menge der expandierten Knoten
s Startknoten

@ Anforderungen an Losung (Eigenschaft der Zielknoten)
Allgemeiner Suchalgorithmus:

1. Lo=A{s}, L, =0
2. solange L, # 0:
2.1 Waihle auf festgelegte Art einen Knoten v in L, und verschiebe
uvaus L, in L.
2.2 Fiige alle Nachbarn v von u mit v &€ L, U L, und v ¢ Mod(yp)
auf eine festgelegte Art in L, ein.
(falls fiir ein v gilt v € Mod(y): Abbruch mit Lésung v)

prominente Spezialfille:

Tiefensuche  » Wahle Konten, der zuletzt in L, eingefiigt wurde
Einfiigen der Nachbarn an den Anfang der Liste L,
Verwaltung von L, als Stack

Breitensuche Wihle Konten, der zuerst in L, eingefiigt wurde
Einfiigen der Nachbarn an das Ende der Liste L,

Verwaltung von L, als Queue

vVvVvyyvyy
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Suche mit schrittweiser Vertiefung

beschrankte Tiefensuche:
1. festgelegte Tiefenbeschrankung m € N
2. Tiefensuche auf allen Pfaden bis zur Tiefe m

nicht vollstandig, weiter entfernte Losungen werden nicht gefunden

Schrittweise Vertiefung(iterative deepening)

Kombination aus Breiten- und Tiefensuche durch
Nacheinanderausfiihrung der beschrankten Tiefensuche fiir alle
m € NN, solange keine Losung gefunden wurde

vollstandig, optimal
(asymptotischer) Zeit- und Platzbedarf wie Tiefensuche
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Gleiche-Kosten-Suche (kleinste bisherige Kosten)
(uniform-cost-search)
bei Zustandsiibergangen mit verschiedenen Kosten
Ziel: Losung (Pfad vom Start- zu einem Losungsknoten) mit
moglichst geringen Pfadkosten
(Pfadkosten = Summe der Kosten aller Uberginge auf dem Pfad)

Kostenfunktion fiir Knoten k : V. — R
k(u) = minimale (bisher entdeckte) Pfadkosten vom
Startknoten zu u

Datenstruktur zur Verwaltung von L,: Priority Queue
Prioritat eines Knotens u: k(u)
prominente Spezialfille:

» Breitensuche (Kosten = Tiefe des aktuellen Knotens u)

» Dijkstra-Algorithmus zur Bestimmung kiirzester Wege
(bekannt aus Algorithmen und Datenstrukturen)
Kosten = minimale bisher bekannte Kosten vom Startknoten
zum aktuellen Knoten u
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Was bisher geschah

» Daten, Information, Wissen
» Wissensreprasentation und -verarbeitung

Wissensreprasentation: Beschreibung von

Wissen: Zustandsiibergangssystem:
gerichteter Graph G = (V/, E) mit
» Knotenmarkierungen /, : V — Ly mit
Ly: Eigenschaften der Zustiande
» Startzustand s € V
» Eigenschaften der Zielzustinde
(z.B. Einschriankung der Variablenwerte)
» Kantenmarkierungen lg : V — Lg mit
Lg: mogliche / zulissige Aktionen (Uberginge)
Losung: zulassiger Weg (Zustandsfolge p € V*)
vom Start- zu einem Zielzustand

Wissensverarbeitung: Pfadsuche im Graphen

» uninformierte (blinde) Suchverfahren: Tiefen-, Breitensuche
Schrittweise Vertiefung

» Gleiche-Kosten-Suche bzgl. Kostenfunktion k : V — R o



Heuristische Suche — Motivation
Heuristik: Effizienzsteigerung durch Zusatzinformationen
(z.B. Erfahrungswerte)
Anwendung bei
> falls vollstindige Suche zu aufwendig
» Aufgaben mit mehreren Losungen (z.B. Wege in Graphen)

» unterschiedliche Qualitdt der Lésungen
(z.B. Lange des Weges)

» Suche nach optimalen Lésungen (z.B. kiirzester Weg)

Ziele:

» Wabhl einer geeigneten Such-Reihenfolge, unter welcher gute
Losungen zuerst gefunden werden

» Verwerfen von Knoten, die wahrscheinlich nicht zu einer
Losung fiihren

(beabsichtigte Verletzung der Fairness-Eigenschaft)
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Schatzfunktionen

Ziel: sinnvolle Auswahl der in jedem Schritt zu expandierenden
Knoten unter Verwendung von Zusatzinformationen

Schatzfunktion (heuristische Funktion) h: V — R>q U {00}
(oder in eine andere geordnete Menge)
Schatzung der erwartete Restkosten vom Knoten u
bis zum Ziel

h reprasentiert die Zusatzinformation

ohne Zusatzinformation: uninformierte Suchverfahren
z.B. Tiefensuche, Breitensuche, Dijkstra

mit Zusatzinformation: informierte Suchverfahren
heuristische Suche
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Eigenschaften von Heuristiken

Schéatzfunktion h: V — R>o U {oo} heiBt

perfekt (Schatzfunktion H(u)), gdw. Yu e V : H(u) =
genau die Kosten einer optimalen Losung durch u
(H(u) = oo, falls keine Losung liber u existiert)
zielerkennend gdw. fiir jeden Lésungsknoten u € V gilt h(u) =0
sicher gdw. aus jedem Knoten u € V mit h(u) = oo ist
kein Losungsknoten erreichbar
d.h. Vu: (h(u) = 0o = H(u) = o0)
konsistent gdw. fiir jeden Knoten u € V und alle Folgeknoten v
von u gilt h(u) < w(u,v)+ h(v)
(w(u, v) Kosten des Ubergangs von u nach v)
nicht-liberschatzend gdw. fiir jeden Knoten u € V gilt
h(u) < H(u)

Aus nicht-iiberschatzend folgt sicher und zielerkennend. (UA)
Aus zielerkennend und konsistent folgt nicht-iiberschitzend. (UA)
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WH: Allgemeines Suchverfahren

Daten: L, Menge der noch zu expandierenden Knoten (Agenda)
L, Menge der expandierten Knoten
s Startknoten
@ Anforderungen an Losung (Eigenschaft der Zielknoten)

Allgemeiner Suchalgorithmus:

1. Li={s},Ly=0
2. solange L, # 0:
2.1 Wahle auf festgelegte Art einen Knoten u in L, und verschiebe
uvaus L, in L.
2.2 Fiige alle Nachbarn v von u mit v € L, U L, und v &€ Mod(yp)
auf eine festgelegte Art in L, ein.
(falls fiir ein v gilt v € Mod(g): Abbruch mit Lésung v)
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Besten-Suche

(best-first-search)

Allgemeines Suchverfahren mit Bewertungsfunktion
f:VvV-— ]RZO U {OO}

mit folgender Strategie zur Auswahl der in jedem Schritt zu
expandierenden Knoten:

» Knoten werden aufsteigend nach Bewertung f(u) expandiert,
» Expansion des Knotens u mit dem geringsten Wert f(u) zuerst

> Verwaltung von L, als priority queue

Beispiel: Suche eines kiirzesten Weges zwischen Orten A und B

» Bewertungsfunktion f(u): bisherige Kosten bis zum Ort u
(ohne Schéatzfunktion, uniforme Kostensuche, Dijkstra)

» Bewertungsfunktion f(u):
Luftlinienentfernung des Ortes u von B (nur Schatzfunktion)

51



Besten-Suche — Eigenschaften

zwei Methoden:
1. Knoten mit groBen Werten moglichst spat expandieren

2. Knoten mit groBen Werten nicht expandieren

» Bestensuche mit einer beliebigen Bewertungsfunktion ist nicht
immer optimal.

» Bestensuche nach Methode 1 (fair) ist vollstindig.

P Bestensuche nach Methode 2 ist nicht immer vollstandig.
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Greedy-Suche (kleinste geschatzte Restkosten)

Idee: Suche zuerst in Teilbdumen der noch nicht besuchten Knoten
mit den geringsten (geschatzten) noch aufzuwendenden Kosten
Heuristische Funktion h: V — R>o U {oo}

h(v) ist Abschitzung des von Knoten v aus den noch notwendigen
Kosten zum Erreichen eines Zielzustandes

Greedy-Suche:
Besten-Suche mit Bewertungsfunktion f : V — R> U {oo},
wobei fiir jeden Knoten v € V gilt

Eigenschaften der Greedy-Suche:
» optimal?
> vollstandig?
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Beispiel Schiebefax

>

|

Zustinde u € {0,...,8}3*3, 3 x 3-Matrix mit Eintrigen {0,...,8}
(jede Zahl genau einmal, 0 leeres Feld)

Zulassige Ziige: Verschieben des leeren Feldes auf ein Nachbarfeld
d. h. Vertauschen von 0 und einem Wert in einem Nachbarfeld
(gleicher Zeilen- oder Spaltenindex)

Zielkonfiguration
111213
8| |4
71615
Aufgabeninstanz: gegebene Ausgangskonfiguration (Matrix), z.B.
8 3
2114
71615

Losung: Folge von zuléssigen Ziigen (Bewegung der Liicke 0) von
der Ausgangs- zur Zielkonfiguration

Bewertung der Losung: Anzahl der Ziige (Lange der Losungsfolge)
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Schiebefax — Heuristische Funktionen

Heuristische Funktionen h; : {0,...,8}3*3 — N mit

h1 Anzahl der Zahlen, die sich nicht an ihrer Zielposition
befinden

hy weitester Abstand einer Zahl zu seiner Zielposition

h3 Summe der Manhattan-Abstinde jeder Zahl zu seiner
Zielposition

Tafel: Bestensuche mit Bewertungsfunktionen f(u) = h;(u)

Qualitdt der Schatzfunktionen:
» gute Trennung verschiedener Zustinde

» fair: zu jedem n > 0 existieren nur endlich viele u € V mit
h(u) <n
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Bisherige Kosten

Kostenfunktion k : V — R>g
k(u) Kosten des besten (bisher bekannten) Pfades
vom Startzustand zum Zustand u

Kostenfunktion k : V' — R>q heiBt

streng monoton wachsend , falls fiir alle Knoten v und alle
Nachfolger v von u gilt k(u) < k(v)

Beispiele fiir Kostenfunktionen:
» Tiefe des Knotens im Suchbaum,

» maximale Entfernung vom Startknoten
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A*-Suche (kleinste Gesamtkosten)

Idee: Suche (zuerst / nur) in Teilbdumen der noch nicht besuchten
Knoten mit dem geringsten Wert der Schatzfunktion

(Summe von bisherigen und geschatzen zukiinftigen Kosten)
Funktionen

» k:V — R>o — geringste bisher bekannte Kosten von einem
Startzustand zu v

» h:V — Ryo — geschatzte Kosten von v zu einem Endzustandr
Losung

A*-Suche: Besten-Suche mit Schatzfunktion f : V — R>g, wobei fiir
jeden Knoten v € V gilt

f(v) = k(v)+ h(v)

Eigenschaften der A*-Suche: Wann optimal? Wann vollstindig? ~ (UA)
IDA*-Suche: Kombination von

> schrittweiser Vertiefung (iterative deepening)
> A*-Suche
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Anwendungen

Planungsprobleme und kombinatorische Suchprobleme, z.B.

>

vVvyVvVvyypy

Routenplanung

TSP

Verlegen von Leitungen
Schaltkreis-Layout
Scheduling
Produktionsplanung

Navigation (z.B. autonomer Fahrzeuge)
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Was bisher geschah

» Daten, Information, Wissen
» Wissensreprasentation und -verarbeitung
» Wissensbasierte Systeme

Wissensreprasentation:

P Zustandsiibergangssystem:
Graph mit markierten Knoten
(Zustande und deren Eigenschaften)
» Startzustand
» Eigenschaften der Zielzustdnde

Losung: Pfad vom Start- zu einem Zielzustand
Wissensverarbeitung: Suche im Graphen

uninformiert: Breiten-, Tiefen-, Gleiche-Kosten-Suche
informiert: Heuristik, Greedy-, A*-Suche
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Zwei-Personen-Spiele

Zwei-Personen-(Brett)spiel

» aktueller Spielzustand immer fiir beide Spieler sichtbar
(vollstidndige Information)

» einer gewinnt, der andere verliert (Nullsummenspiel)

Wissensreprasentation (Spielbaum):
» Menge von Zustinden (Min- und Max-Zustande)
» Startzustand
» Endzustinde (ohne Fortsetzung)
>

Nachfolgermenge S(v) = Menge von Zustanden
(nach zul&ssigen Ziigen)
» Bewertungsfunktion: Menge der Endzustinde — 7
> positiv: Spieler (1, Max, beginnt) gewinnt
> negativ: Gegner (0, Min) gewinnt
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Beispiel Nim (Variante)
» n Miinzen auf einem Stapel
» Spielzug: Teilen eines Stapels in zwei nichtleere Stapel
ungleicher GroBe
» Sobald ein Spieler keinen Zug mehr ausfiihren kann, hat er
verloren (und der andere gewonnen).
neutrales Spiel: fiir jeden Spieler sind dieselben Spielziige moglich
(eine mogliche) Modellierung als Zustandsiibergangssystem:
Zustande: S : N — N (Multimenge)
Miinzanzahl — Anzahl der Stapel mit dieser Zahl an
Miinzen
Startzustand: S(n) =1AVi#n:S(i)=0
Endzustinde: kein Zug moglich
Uberginge: (erlaubte Ziige) fiir x = x; + X2 A x1 # x2 A X1x2 # O:
S — S mit
S'(x)=5(x)-1
/\5’(X1) =S(x))+1A Sl(Xz) =5S(x)+1
AVIie N\ {x,x1,x}:5'(i) = 5(i)
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Minimax-Werte in vollstandigen Spielbdumen
» vollstandiger Spielbaum B = (V| E)
» Bewertung der Endzustande (Blatter im Spielbaum) bekannt

» Fortsetzung der Bewertungsfunktion von den Blattern
auf alle Knoten im Spielbaum b: V — Z

rekursive Berechnung (Minimax-Algorithmus) des Wertes eines
Knotens v im Spielbaum:

b(v) falls v Endzustand
m(v) = ¢ max{m(u) | ue S(v)} falls v Max-Knoten
min{m(u) | u € S(v)} falls v Min-Knoten

Beispiele (Tafel):
» Spielbaum,
> Nimmit n=7
Spielstrategie fiir Spieler 1 (Max):
Zug wahlen, der zum Zustand mit héchstem Minimax-Wert fiihrt
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Minimax-Werte mit Heuristik

bei unvollstindigem Spielbaum: Kombination von
P heuristischer Knotenbewertung

» Berechnung der Minimax-Werte

Beispiele (Tafel): Tic-Tac-Toe

kein neutrales Spiel: jeder Spieler darf nur sein Symbol setzen
(wie z.B. auch Gomoku, Schach, Go)

mit Schatzfunktion fiir den Spieler am Zug:

Differenz der Anzahlen der noch nicht blockierten Gewinntripel

auch dabei Spielstrategie fiir Spieler 1 (Max):
Zug wahlen, der zum Zustand mit hdchstem Minimax-Wert fiihrt
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a-3-Suche
Berechnung der Minimax-Werte in Teilbaum beschrankter Tiefe durch

» Tiefensuche mit zusatzlicher Verwaltung
eines Intervalles [a(u), B(u)] fir jeden Knoten u

» Minimax-Wert w(u) liegt immer im Intervall [a(u), 5(v)]

» zu Beginn fiir alle Knoten u: [—00, o0] (a(u) = —o0, B(u) = 00)

» schrittweise Anndherung der Intervallgrenzen an w(u)
a-fB-Pruning:
Bei Berechnung des Minimax-Wertes des Knotens u Berechnungen fiir
alle Enkel von u auslassen (abtrennen), wenn diese die Intervallgrenzen
a(u) und B(u) nicht verbessern kénnen
Abtrennen jedes Kindes v eines

Min-Knotens u, falls S(u) < a(v)
(Min kann in u durch Wahl eines zuvor untersuchten
Kindes v’ den geringeren Minimax-Wert (u) erreichen als
durch Wahl von v)

Max-Knotens u, falls a(u) > B(v)
(Max kann in u durch Wabhl eines zuvor untersuchten

Kindes v’ den hoheren Minimax-Wert «(u) erreichen als
durch Wahl von v) 64



Automatische Berechnung heuristischer Funktionen
Ziel: automatische Bewertung von Spielziigen, d.h.
Bewertung von Knoten v (Spielsituationen) im Spielbaum
Beispiel: Monte-Carlo-Baum-Suche MCTS
Idee: Berechnung des Wertes fiir v aus simulierten Spielen
> simuliertes Spiel i: Folge von (zufélligen) Ziigen bis Spielende
» Bewertung des Knotens v im Spielbaum durch
» n simulierte Spiele, beginnend in v
> Vie{l,...,n}: R = Ergebnis des Spieles i
» Berechnung des Wertes von v aus Ergebnissen {Ry,..., R,}
z.B. Mittel, Gewinnwahrscheinlichkeit
tibliche Modifikationen:
» Integration von spezifischem Wissen (z.B. Standard-Antworten,
Eroffnungsbibliotheken) statt ausschlieBlich zufilliger Ziige
» Spiele nur bis festgelegter Anzahl von Ziigen
» Backpropagation: Update der Werte auf Pfad zur Wurzel

» Speichern und laufendes Anpassen schon berechneter Bewertungen
von Spielsituationen iiber mehrere Spiele (Lernen)

Beispiele: Monte-Carlo Go (1993), AlphaGo (erfolgreich 2015/16)
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Was bisher geschah

Abgrenzung der Begriffe: Daten, Information, Wissen, Intelligenz
Symbolische Kl: Suchprobleme mit / ohne Gegenspieler

Wissensreprasentation (Darstellung des Kontextes):
Zustandsiibergangssystem, Zielbedingung,
(Verfahren zur Bestimmung der) Werte der Zielknoten
Losung: Pfad zu einem Zielzustand im Zustandsiibergangssystem
Spielstrategie
Wissensverarbeitung (Losungsverfahren): Pfadsuche (informiert,
uninformiert), MiniMax-Werte, a-3-Suche

Heuristische Funktionen:

» notwendig fiir informierte Suche
» Eigenschaften
» mitunter automatische Berechnung méglich
Beispiel fiir Kombination symbolischer und statistischer Verfahren

» heuristische Spielbaum-Suche (symbolisch)
» automatische Bewertung der Knoten durch Simulation mehrerer
Spiele (statistisch)

Monte-Carlo-Baum-Suche (MCTS)



Entscheidungsunterstiitzung

Ziel der KI: intelligente Entscheidungen treffen oder vorschlagen
(analog menschlichen Experten)

Entscheidung:
Auswahl einer aus mehreren Optionen abhingig von der (aktuellen)
Situation, z.B.

>

vVvyYyyVvyy

nachster zu expandierender Knoten im Suchbaum
nachster Spielzug

Einordnung von Objekten

Diagnosen

Kreditwiirdigkeit

Therapieansatze
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Bewertung von Objekten / Situationen
Ziel: Bewertung von Objekten (Fallen) anhand bestimmter Merkmale

fir Mengen O aller Objekte, W aller moglichen Werte
Funktion f : O — W, z.B.

>

vV v vy

>

O:

Knoten in Agenda, W: Prioritdit € R>¢

O: mogliche Spielziige, W: Minimax-Wert € R
O:
)
)

Personen, W: Alter € N

: Personen, W: Geschlecht € {m, w, d}
: Belegungen 5 : P — {0,1}, W: Wahrheitswert € {0, 1}
O:

digitale Bilder, W: ¢ 2{Katze,Hund,Maus}

Bewertung der Objekte anhand ihrer Merkmale, z.B.

» Position, bisherige und geschatzte zukiinftige Kosten

» Eigenschaften des Spielzustandes, z.B. noch nicht blockierte Tripel

> Wahrheitswert [p]g € {0, 1} fiir gegebene Formel ¢ € AL(P)
» Anordnung der Pixel / Farbwerte im Bild (Matrix)
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Klassifikation

Ziel: Einteilung von Objekten (Fallen) anhand bestimmter Merkmale in
Klassen (Auswahl einer Lésung fiir einen Fall aus einer Menge gegebener

Alternativen)

Klassifikation:

Bewertung / Funktion f: O — W

mit diskreter (meist endlicher) Menge W von Klassen

M

Menge von Merkmalen m (Symptome, Attribute)

jedes Merkmal m mit zugeordneter Menge V,,, moglicher
Werte

z.B. M ={a, g} mit Alter a, V; = N, Geschlecht g ,

Ve ={m,w,d}

Merkmalsraum: X . Vi

: m+— Vp, Menge aller Objekte (Félle)

Jedem Objekt o € O sind seine Merkmalswerte

mo € X mem Vi (Punkt im Merkmalsraum) zugeordnet.
z.B Tom € O mit myom = (5, m)

(= W) Menge aller Klassen (Diagnosen, Lésungen)

jede Klasse reprasentiert eine Teilmenge des
Merkmalsraumes X s Vin

z.B. Baby, Kind, Madchen, Hérer dieser Vorlesung
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Beipiel

Merkmale (Attribute) mit Menge méglicher Werte (Auspréagungen)
Beispiele:

» Name: Tom, Tina, Anna, Paul
» Geschlecht, Werte: w, m, d
» Alter: natirliche Zahl

Objekte definiert durch Zuordnung:
Merkmal — Wert
Beispiele:

» Name — Tina, Alter — 7, Geschlecht — w
» Name — Paul, Alter — 87, Geschlecht — m

Klassen Kombination von Merkmalswerten
definiert Menge von Objekten
Beispiele:

» Rentner: Geschlecht = m und Alter > 65
» Maidchen: Geschlecht = w und Alter < 14
» Test vor Rontgen:

Geschlecht = w und Alter € [15,50]
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Klassifikationsprobleme

gegeben: Objekt 0 € O mit Merkmalswerten m,
Zuordnung K — Xk mit Xx € M (Extension)
jede Klasse definiert durch Merkmalswerte (z.B.
Produkt von Intervallen)

gesucht: Zuordnung Objekt 0 € O zu Klasse K mit m, € Xk

Beispiel: Klassifikation von

» Objekte: Adler, Biber, Elefant, Fledermaus, Frosch, Gorilla,
Hecht, Pinguin, Specht

» Merkmale: Fliigel, Flossen, Federn, Schuppen, Fell, kann
fliegen, kann schwimmen, legt Eier

» Klassen: Siugetier, Fisch, Vogel
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Diagnose-Probleme

Spezialfall von Klassifikationsproblemen:
» Objekte: Fille
> Merkmale: Fragen, Tests
> Merkmalswerte: Antworten

> Klassen: Diagnosen

Anwendungen, z.B. in
> Medizin:
» Krankheitserkennung
» Entscheidung fiir eine Therapie
» Auswertung von Studien
» Technische Systeme:

> Konfiguration
> Feststellung von Stérungen
» Entscheidung fiir Vorgehen bei Behebung
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Klassifikationsarten und -verfahren

sicher: symbolische Verfahren, z.B. Regelsysteme
Entscheidungstabellen, -baume, -diagramme

modellbasiert: Merkmale = Interpretation von Beobachtungen bzgl
eines Modells Verhaltens

unsicher / heuristisch: Verwendung von Erfahrungswerten, z.B.
heuristische Entscheidungsbdaume

fallbasiert: Analogie / Ahnlichkeit zu Referenzfillen
statistisch: z.B. durch probabilististische / neuronale Netze

73



Klassifikationsmethoden

sichere

Klassifikation: klar begrenzte Klassen, Zuordnung Objekt
— Klasse immer wahr oder falsch

Methoden: z.B. Entscheidungsbdume,
Entscheidungstabellen, Regelsysteme

unsichere / heuristische Klassifikation

fallbasierte

Zuordnung Objekt — Klasse nicht immer klar
Methoden: z.B. heuristische Entscheidungsbdume,
heuristische Entscheidungstabellen, Regelsysteme mit
gewichteten Regeln

statistische, unscharfe Klassifikation

Klassifikation:

Suche nach Losungen fiir dhnliche Fille

Grundfrage: Wann sind Fille dhnlich zueinander?
verschiedene Ansitze, z.B. Hamming-Abstand der
Merkmalsvektoren

Verwaltung groBer Datenmengen (vorangegangener Fille)
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Sichere Klassifikation

typische Verfahren:
» Entscheidungsbiaume, -tabellen, BDDs

» logische Programme (Prolog)
logisches Programm: Menge von Fakten und Regeln
Wissensverarbeitung durch Riickwértsverkettung

» deduktive Datenbanken (erlauben rekursive Abfragen):
extensionale Datenbasis: Datenbank (Menge von Relationen)
reprasentiert die Faktenmenge
Regelsysteme als Datalog-Programm (Anfragen)
intensionale Datenbasis: Menge aller ableitbaren Fakten
Wissensverarbeitung durch Vorwartsverkettung
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Heuristische / statistische Klassifikation

bei unvollstandigem, unsicherem, unzuverlassigem Wissen

Losung (Klasse, Diagnose) ist Verdacht
Losungen werden bewertet und verglichen, um die / eine beste
Loésung zu finden

haufig auch numerische Bewertung von
> Plausibilitat
» Zuverl3ssigkeit, Glaubwiirdigkeit
» Haufigkeit
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Wissensreprasentation und Klassifikation durch Regeln

Wissensbasis: Menge (aussagenlogischer) Regeln
verschiedene Repradsentationsformen méglich, z.B.
» Entscheidungsbaum
» Entscheidungsdiagramm
» Entscheidungstabelle
> Menge von Regeln
» Formelmenge C AL(P)

Anfrage (Fall): Menge von Fakten als

» Formel
» Formelmenge
» Zuordnung: Merkmal — Wert

Losung: Klasse (z.B. ja / nein) , evtl. mit Modell /
Begriindung

Problemldseverfahren: abhingig von der Art der Regeldarstellung
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Klassifikation durch Entscheidungsbaume

Z.B. https:

//www.rki.de/SharedDocs/FAQ/COVID- Impfen/Flowchart_Allergieanamnese.pdf?__blob=publicationFile

> Wissensbasis: Entscheidungsbaum mit
» innere Knoten: Merkmale
> Kanten: Merkmalsauspragungen (Werte)
> Blatter: Klassen
> Représentation des Problems (Objekt, Fall):
fallspezifische Merkmalswerte

P> Reprasentation der Lésung:
Zuordnung des Objektes (Falles) zu einer Klasse
z.B. Symptome zu einer Diagnose

» Probleml&severfahren:
Pfadverfolgung entsprechend spezieller Merkmalswerte im
Entscheidungsbaum

78


https://www.rki.de/SharedDocs/FAQ/COVID-Impfen/Flowchart_Allergieanamnese.pdf?__blob=publicationFile
https://www.rki.de/SharedDocs/FAQ/COVID-Impfen/Flowchart_Allergieanamnese.pdf?__blob=publicationFile

Entscheidungsbaum — Beispiel

Beispiel (Tafel): Klassifikation von

» Objekte: Adler, Biber, Elefant, Fledermaus, Frosch, Gorilla,
Hecht, Pinguin, Specht

» Merkmale: Fliigel, Flossen, Federn, Schuppen, Fell, kann
fliegen, kann schwimmen, legt Eier

» Klassen: Siugetier, Fisch, Vogel, ...

Entscheidungsbdume fiir dasselbe Klassifikationsproblem
unterscheiden sich in Anordung der inneren Knoten
(Abfragen nach Merkmalswerten, Tests)

Von der Anordnung hingt die Effizienz der Klassifizierung ab.

deshalb: mitunter Anpassungen (Lernen, Training) sinnvoll
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Bindre Entscheidungsbaume

Bindrer Entscheidungsbaum:
Graph T = (V, E) mit den folgenden Eigenschaften:

» Baum T hat eine Wurzel r € V,

» jeder innere Knoten hat Grad 2,
je einen mit 0 und einen mit 1 markierten Nachfolger

» jedes Blatt hat Grad 0

» jeder Knoten hat genau einen Vorganger

und Knotenmarkierungen
» innere Knoten: Variablen (Entscheidungskriterien, Merkmale)
> Blatter: Werte oder Aktionen

Beispiel: bA (aV ¢)

Jeder bindre Entscheidungsbaum reprasentiert eine Boolesche
Funktion.
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Wissensreprasentation und -verarbeitung durch
Entscheidungsbaume

Wissensbasis (Kontextwissen):
Entscheidungsbaum
(reprasentiert Menge von Regeln)

Problem (konkreter Fall):
Menge von Fakten (Aussagen, Merkmalswerten)
Menge moglicher Aussagen (oder Aktionen)

Losung: Klasse = zum konkreten Fall passende Aussagen
(oder Aktionen)

Wissensverarbeitung (Problemldsung):
Beginn in der Wurzel,
schrittweises Verfolgen der Kanten im
Entscheidungsbaum entsprechend der Merkmalswerte
in jedem Knoten
Ablesen der Klasse (Aussage, Aktion) im erreichten
Blatt
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Allgemeine Entscheidungsbaume
Verallgemeinerung bindrer Entscheidungsbaume:

» Knotenmarkierung: Variable mit mehreren moglichen Werten,

» innere Knoten mit beliebig vielen Nachfolgern
(mehrere Alternativen méglich)

Allgemeiner Entscheidungsbaum:
Baum (gerichteter azyklischer Graph) mit den Eigenschaften

» eine Wurzel,
> jeder Knoten hat genau einen Vorganger,
» Blitter, Knotenmarkierung: Klassen

» innere Knoten mit Knotenmarkierung: Merkmal,
(Frage nach Merkmalswert)
ausgehende Kanten markiert mit moglichen Werten oder
Wertebereichen dieses Merkmals (Antworten)
Jeder innere Knoten hat so viele Nachfolger wie mégliche
Alternativen (Werte oder Wertebereiche)

Beispiel: Warten im Restaurant (Tafel)
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Effektivere Darstellung binarer Entscheidungsbaume

Beispiel: ¢ € AL({x, y,z, u}) mit
Mod(¢) = { Woooo, Woo11, Wi100, Wi11}

Schrittweise Anwendung (ebenenweise von Blattern zur Wurzel)
der folgenden Operationen auf einen Entscheidungsbaum T
(oder ein BDD):

Verschmelzung von Knoten , die Wurzeln gleicher Teilbdume sind
(Vereinigung der Kantenmarkierungen)

Kontraktion von Kanten zwischen einem Knoten und seinem Kind,

falls dieses sein einziges Kind ist
(Vereinigung der Knotenmarkierungen, gleichzeitige
Entscheidung nach mehreren Kriterien)

Ergebnis: markierter gerichteter azyklischer Graph (DAG),
hat meist weniger Knoten als T
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Binary Decision Diagrams

kompakte Darstellungsform fiir Boolesche Funktionen
(und endliche Mengen)

Binary Decision Diagram (BDD):
markierter gerichteter azyklischer Graph (DAG) mit

Markierungen:

» innere Knoten: Variablen
» Kanten: 0 oder 1

und den folgenden Eigenschaften:
» BDD hat eine Wurzel,

» jeder innere Knoten hat Grad 2,
je einen mit 0 und einen mit 1 markierten Nachfolger

> jedes Blatt hat Grad 0
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ROBDDs

Variablenordnung: totale Ordnung < auf Variablenmenge

BDD heiBt genau dann bzgl. der Variablenordnung < geordnet,
falls auf jedem Pfad von der Wurzel zu einem Blatt die Variablen
in aufsteigender Reihenfolge der Variablenordnung vorkommen.

Beispiel (Tafel): (%2 mit MOd(gO) = {Woooo, WOOlla WllOO; Wllll}
mit Variablenordnungen [x,y, z, u] und [x, z, y, u]

BDD heiBt genau dann OBDD (ordered binary decision diagram),
wenn es bzgl. einer Variablenordnung geordnet ist

OBDD heiBt genau dann ROBDD (reduced ordered binary decision
diagram), wenn keine der Reduktionsoperationen
(Knotenverschmelzung, Kantenkontraktion) méglich ist.

ROBDD bilden fiir jede Variablenordnung kanonische
Reprasentation (bis auf Isomorphie eindeutig)
GroBe abhangig von Variablenordnung
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Was bisher geschah
Daten, Information, Wissen, Lernen, Intelligenz
Kiinstliche Intelligenz
» Ziel: Unterstiitzen / Treffen von Entscheidungen
» Hilfsmittel: Bewertung / Klassifikation der Optionen (Objekte,
Aktionen) anhand ihrer Merkmale

Zustandsiibergangssysteme

» Wissensreprasentation / Kontext: Zustandsiibergangssystem
» Reprasentation der Losung:
Pfad im Zustandsiibergangssystem, Strategie

» Verfahren (Wissensverarbeitung): Pfadsuche (informiert,
uninformiert)
Spielstrategien, Minimax-Werte, a-3-Suche

Entscheidungsbdaume:

> Wissensreprisentation: Entscheidungsbaum, Fall (Merkmale)
» Reprasentation der Losung: Blatt im Baum

> Verfahren (Wissensverarbeitung):
Verfolgung des Pfades von der Wurzel aus anhand der
fallspezifischen Merkmalswerte 86



Wissensreprasentation durch Logiken

Klassische Logiken:

» Aussagenlogik:
Reprasentation einfacher und zusammengesetzter Aussagen

» Pradikatenlogik:
Wissen iiber Eigenschaften von und Beziehungen zwischen
Objekten eines Bereiches

Prinzipien der klassischen Logik:
Zweiwertigkeit Jede Aussage ist wahr oder falsch.

ausgeschlossener Widerspruch Keine Aussage ist sowohl wahr als
auch falsch.
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Nichtklassische Logiken

| 2

>

>

Nichtmonotone Logiken:
unvollstandiges Wissen

mehrwertige Logiken:
unsicheres und unscharfes Wissen

Modallogiken:
Wissen iiber verschiedene mégliche Welten (Zustande)
Wissen iiber Wissen (z.B. verschiedener Agenten)

Temporallogiken:
Wissen iiber zeitliche Zusammenhange
(Zustandsiibergangssysteme)

Beschreibungslogiken:
Wissen iiber Begriffe und Zusammenhange zwischen diesen
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Wissensverarbeitung in Logiken

Ziele:

» Beantwortung von Anfragen der Form:
(Fiir welche Individuen) Gilt die Aussage ... unter den
bekannten Voraussetzungen?

» Herleitung neuen Wissens
» Konsistenztests vorhandenen Wissens

» Konsistentes Zusammenfiigen verschiedener Wissensquellen

Methoden:
» Suche nach Modellen

» semantische Methoden:
semantisches Folgern, Wahrheitswerttabellen,
Entscheidungstabellen, Entscheidungsbaume

» syntaktische Methoden:
SchlieBen, Ableiten in logischen Kalkiilen, Beweisen
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Wissensreprasentation und -verarbeitung in Logiken

Wissensbasis (Aufgabenbereich): Formelmenge ¢

Aufgabe Formel ¢
Fragestellung: Folgt 1 aus 7

Lésung  » ja / nein
» falls ja, evtl. Modell

Moglichkeiten zum Ableiten neuen Wissens (Formel) aus einer
Wissensbasis (Formelmenge)

Folgern (semantisch), z.B. Wahrheitswerttabellen
SchlieBen (syntaktisch): Kalkiile
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WH: Beispiel

Wissensbasis Wenn der Zug zu spat kommt und kein Taxi am
Bahnhof steht, ist Tom nicht piinktlich.
Der Zug kam zu spat und Tom ist piinktlich.
Modellierung:
z — Zugverspatung, t — Taxi da, p — piinktlich
& ={zA-t— —p,zAp}
Problem Stand ein Taxi am Bahnhof? ¢ = ¢
Folgt ¢ aus &7
Losung P semantisch, z.B. WW-Tabellen
» syntaktisch, z.B. aussagenlogische Resolution
» maschinell (Kombination), z.B. SAT-Solver

Hinweis: nur noch heute Einschreibung zum
WPf Constraint-Programmierung im WS 2021/22
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Wiederholung Aussagenlogik: Syntax
Syntax  Semantik
Symbol  Wahrheitswertfunktion

wahr t 1
Junktoren falsc.h . £ 0 .
Konjunktion A min
Disjunktion Vv max
Negation - x—1-—x
Implikation — — <

Aquivalenz < =
Atome Syntax: elementare Formeln
Semantik: Wahrheitswert
Literal Atom oder negiertes Atom
Klausel Disjunktion von Literalen
Formeln Syntax (induktive Definition): AL(P)
IA: Alle Atome sind Formeln. P C AL(P)
IS: ¢1,...,n € AL(P) = j(¥1,...,¢n) € AL(P)
Semantik: Boolesche Funktion
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Wiederholung Aussagenlogik: Semantik

Belegung W : P — {0,1}
Wert von ¢ € AL(P) unter Belegung W:
> W(p) = W(p) firp=peP,
» induktive Berechnung von W(yp) fiir
zusammengesetzte Formeln ¢
Modell (erfiillende Belegung) fiir ¢ € AL(P):
W: P —{0,1} mit W(p)=1
Modellmenge von ¢ € AL(P):
Mod(p) ={W: P — {0,1} | W(p) =1}
(Boolesche Funktion, Wahrheitswerttabelle)
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Erfiillbarkeit

Formel ¢ € AL(P) heiBt
erfiillbar gdw. Mod(y) # 0
unerfiillbar gdw. Mod(y) = ()
allgemeingiiltig gdw. Mod(—¢) = ()

Erfiillbarkeit ist algorithmisch entscheidbar.
semantisch z.B. durch Wahrheitswerttabellen
syntaktisch durch Ableitung in Kalkiilen

Werkzeuge: SAT-Solver
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Normalformen

Junktorbasen {V, A, =}, {A, =}, {—, -}, {—,{}, {NAND}

DNF V7 ; J'-n:jl l; mit Literalen

(Atome oder negierte Atome) /;;
CNF AL, J'.n:jl lij mit Literalen
(Atome oder negierte Atome) /;
NAND-NF —¢ = » NAND ¢
© A p = (o NAND ) NAND(» NAND 45)
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Regeln ohne / mit Alternative

Regeln ohne Alternative: Falls A, dann B
als logische Formel: (A — B) = (=AV B)
Regeln mit Alternative: Falls A, dann B sonst C

als logische Formel:
(A= B)A(FA—=C)=(AAB)V(-AANC) =ite(A, B, ()
mit dreistelligem Junktor ite

{ite, t, f'} ist eine Junktorbasis. (UA)

Zu jeder aussagenlogischen Formel ¢ € AL(P) existiert sogar eine
dquivalente Formel ¢, die nur die Junktoren ite, t, f enthdlt und
jede Teilformeln mit Wurzel ite die Form ite(p, p1, p2) mit p € P
hat (ite-Formel).
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Regeln mit Alternative

(Induktive) Definition der Menge aller ite-Formeln
[A: ¢ und f sind ite-Formeln.

IS: Sind p € P eine Aussagenvariable und ¢ und v ite-Formeln,

dann ist auch ite(p, ¢, 1) eine ite-Formel

Beispiele (Tafel):
> —p = ite(p, £, t)
> pAq= ite(p,ite(q, t, ), )
> p— q = ite(p, q,t)
> bA(aVc) = ite(a,ite(b, t, ), ite(c, ite( b, t, ), f))
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Semantisches Folgern

1 € AL(P) heiBt genau dann (semantische) Folgerung aus
® C AL(P), wenn jedes Modell fiir ® auch ein Modell fiir 1) ist.

Kurzform:
o=y gdw. Mod(®) C Mod())

Beispiele:

> {p,p—=aq}l =g
> {p,~(gAP)} = —q
> {ptEqg—p
> {g—=ptEP
> 0Epv-p
> pA-plEq



Folgerungsrelation

Folgerungsrelation:
zweistellige Relation |= C 2AH(P) x AL(P)

Spezialfille der Notation:

fir ® ={p}: o E1 (statt {p} F ¥)
fird=0: ¢ (statt 0 =)

Fakt
Fiir jede Formel ¢ € AL(P) gilt |= ¢ genau dann, wenn ¢
allgemeingiiltig ist.
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Satze iiber das Folgern

» Fiir endliche Formelmengen ® = {¢1,...,pn} gilt

® =1 genau dann, wenn /\ i EY

=1
> o=t gdw. 9 F¢Y und ¥ = @

Fiir jede Formelmenge ® C AL(P) und jede Formel ¢» € AL(P)
gilt:

> falls ¢ € ¢ gilt ¢ = 1.

> & =1 gdw. Mod(®) = Mod(® U {¢})
> & =1 gdw. U {9} unerfiillbar
>

& = gdw. DU {0} =
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Wissensreprasentation und Klassifikation durch Regeln

Wissensbasis: Menge (aussagenlogischer) Regeln
verschiedene Repradsentationsformen méglich, z.B.
» Menge von Regeln (ohne / mit Alternative)
» Formelmenge C AL(P)
» Entscheidungsbaum
» Entscheidungsdiagramm
» Entscheidungstabelle

Anfrage (Fall): Menge von Fakten als

» Formel
» Formelmenge
» Zuordnung: Merkmal — Wert

Losung: Klasse (z.B. ja / nein) , evtl. mit Modell /
Begriindung

Problemldseverfahren: abhangig von der Art der Regeldarstellung
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Entscheidungstabellen

kompakte Darstellung einer endlichen Menge von Regeln

Aufbau einer Entscheidungstabelle:
» Bedingungsteil
je Bedingung eine Zeile, je Regel eine Spalte
» Folgerungs- bzw. Aktionsteil
je Folgerung bzw. Aktion eine Zeile
in jeder Spalte alle Folgerungen / Aktionen der
entsprechenden Regel markiert.

Beispiel UA Buchung (Tafel)
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Wissensreprasentation und -verarbeitung durch
Entscheidungstabellen

Wissensbasis (Kontextwissen):
Entscheidungstabelle (reprasentiert Menge von

Regeln)

Problem (konkreter Fall):
Menge von Fakten (Aussagen, Merkmalswerten)
Menge moglicher Aussagen (oder Aktionen)

Losung: zum konkreten Fall passende Aussagen (oder
Aktionen)

Wissensverarbeitung (Problemlésung):
Suche der gegebenen Aussagenkombination im
Bedingungsteil der Entscheidungstabelle,
Ablesen der Aussagen (oder Aktionen) im
Folgerungsteil
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Eigenschaften von Entscheidungstabellen

Entscheidung zwischen mehreren Alternativen
im Beispiel: Annahme / Ablehnung / Riickruf

> vollstandig:
je Kombination von Bedingungen eine Spalte
(Wahrheitswerttabelle)

» konsolidiert (kompakte Darstellung):

Zusammenfassung von Spalten mit denselben Aktionen
(Wildcards in Bedingungen)
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Ubersetzung: Regelmenge <+ Entscheidungstabelle

P> Regelmenge — Entscheidungstabelle
(i.A. keine vollstandige ET)

» Entscheidungstabelle — Regelmenge (einfach):
jede Spalte reprasentiert eine oder mehrere Regeln
(nach Anzahl der markierten Folgerungen, Aktionen)
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Verkniipfung mehrerer Entscheidungstabellen

Menge {T1,..., Tp} von Entscheidungstabellen

spezielle Aktion: Ubergang zu einer Tabelle T;

Ablaufsteuerung durch mehrere Entscheidungstabellen:
Sequenz: Ubergang zur Folge-ET unter allen Bedingungen

Verzweigung: von Bedingungen abhingiger Ubergang zu
verschiedenen Folge-ET

Rekursion: Ubergang zur selben ET
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WH: Wissensreprasentation und -verarbeitung durch
Entscheidungsbaume

Wissensbasis (Kontextwissen):
Entscheidungsbaum (reprasentiert Menge von
Regeln)
Problem (konkreter Fall):
Menge von Fakten (Aussagen, Merkmalswerten)
Menge moglicher Aussagen (oder Aktionen)

Lésung: zum konkreten Fall passende Aussagen (oder
Aktionen)

Wissensverarbeitung (Problemldsung):
Beginn in der Wurzel,
schrittweises Verfolgen der Kanten im
Entscheidungsbaum entsprechend der Merkmalswerte
in jedem Knoten
Ablesen der Aussage (oder Aktion) im erreichten
Blatt
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Ubersetzung: Regelmenge «+ Entscheidungsbaum

» Entscheidungsbaum — Regelmenge (einfach):
Jeder Pfad von der Wurzel zu einem Blatt représentiert eine
Regel.
Innere Knoten und die dazu ausgewdahlten Kanten bestimmen
die Voraussetzungen, das Blatt die Folgerung.

» Regelmenge — Entscheidungsbaum (weniger einfach),
z.B. liber ite-Formel oder Entscheidungstabelle
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Was bisher geschah

symbolische Kl:
Wissensreprasentation und -verarbeitung durch

» Zustandsiibergangssysteme
Suche, Planen, Spiele ohne / mit Gegner
» symbolische Verfahren zur Klassifikation
» Entscheidungsbdume
» Entscheidungsdiagramme, (RO)BDDs
» Entscheidungstabellen
> klassische Aussagenlogik
» bindre Entscheidungsbiaume
> (RO)BDDs
» bindre Entscheidungstabellen
» Mengen von Regeln ohne / mit Alternative
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Regelbasierte Systeme

Wissensreprasentation durch
Mengen von Regeln (ohne Alternative)

Regel: Falls ¢, dann v
© Rumpf (Voraussetzung), v Kopf (Folgerung)

als logische Formel ¢ — ¥
aussagenlogische Regeln mit ¢, 9 € AL(P)
pradikatenlogische Regeln mit ¢, € FOL(XZ, X)

mogliche Bedeutungen der Regel: Falls ¢, dann ¢

Implikationsregel: Interpretation des Regelkopfes als Aussage
(¢, Formeln)

Aktionsregel: Interpretation des Regelkopfes als Aktion
(¢ Formel, 1 als Aktion)
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Wissensreprasentation durch Regeln
Regel (ohne Alternative): Implikation r = (p — )
Kopf H(r) = (Folgerung)
Rumpf B(r) = ¢ (Voraussetzung)
Aufbau und hiufige Formen von Regeln:

Literal : einfaches oder negiertes (aussagen- oder
pradikatenlogisches) Atom
Klausel : Disjunktion / V ---V [, von Literalen f, .../,
Regel : Implikation r = (¢ — v)
r = ((biA...Aby A=t A...\N=Cp) — h)
= (=byV---Vab, Ve Ve-VenVh)
mit Atomen by, ..., b, (positive Voraussetzungen) und
i, .., Cm (negative Voraussetzungen) und h (Kopf)
definite Regel (ohne negative Voraussetzungen):
Implikation r = (¢ — ) mit
r=((byAN...Aby) = h)=(=byV---V=b,Vh)

Hornklausel: enthalt genau ein positives Literal
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Interpretation von Regeln

Regel
r=((biAN...Abp A=t A... N—Cm) — h)

mogliche Interpretation des Regelkopfes ) als

Aussage , z.B. Kélte A Niederschlag — Schnee
Deduktionsregeln

Aktion , z.B. heiBe Stirn — Fieber messen
Aktionsregeln, Produktionsregeln
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Regelwissen

Regelbasiertes System (Produktionssystem) besteht aus
» Wissensbasis P = F U R mit

> Regelmenge R = {(p; = ¢;) | i€ {1l,...,n}} und
» Faktenmenge F = {fi,...,fn}

(meist alle ¢; Konjunktionen von Literalen und f;,1); Atome)
» evtl. Anfrage ¢

» Regelinterpreter (Inferenzverfahren):
definiert das Ableiten neuer Fakten durch Anwendung der
Regeln
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Regelbasiertes Problemlosen
gegeben:

» Wissensbasis P = F U R (z.B. logisches Programm)
Jede Regel mit Variablen reprasentiert die Mengen aller
Instanzen.

» Anfrage (Hypothese) h
evtl. mit Variablen

gesucht:

» Nachweis, dass die Hypothese h aus der Wissensbasis folgt
Losung: erfiillende Belegung der Variablen
(falls in Anfrage enthalten)

ubliche Verfahren:

Riickwartsverkettung: Suche nach Antworten auf eine gezielte
Anfrage (zielorientiert), z.B. Prolog

Vorwartsverkettung: Ableitung neuen Wissens als Folgerungen aus
Faktenmengen (datenorientiert), z.B. Datalog
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Prinzip Riickwartsverkettung

gegeben:
» Wissensbasis P = F U R mit

» endliche Regelmenge R (Klauseln)
» endliche Faktenmenge F (Literale)

» Anfrage (Hypothese) h (Literal)

rekursive Definition:
Hypothese h ist aus der Wissensbasis (R, F) ableitbar, falls

IA: h € F (evtl. Nutzer fragen) oder

IS: es existiert eine Regel (L A---Al, — h) € R und alle
li,... 1, aus (R, F) ableitbar.
(Rekursion: alle ..., I, werden neue Hypothesen)
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Beispiel Riickwartsverkettung

Beispiel: Situation (Wissensbasis) {R1, R2, R3, F} mit

F Tina kocht heute Scholle. s
R1 Schollen sind Fische. s—f
R2 Zu Steaks serviert sie Bier. m— b
R3 Zu Fisch serviert sie Wein. f—w

Frage: Serviert Tina heute Wein? (Hypothese, zielorientiert)
wird positiv beantwortet.
Schlussschritte:

1. w wird gezeigt durch (neue Hypothese) f  (R3)

2. f wird gezeigt durch s (R1)

3. s ist ein Fakt in der Wissensbasis  (F)

Verfahren: schrittweise Generierung neuer Hypothesen
(welche die Wahrheit der Anfrage belegen konnten)
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Riickwartsverkettung

Anwendung der Regeln (Regelinstanzen)
von rechts (Kopf) nach links (Rumpf)

+ zielgerichtete Suche,
keine Abfrage unnotiger Fakten

- Hypothese (Anfrage) bendtigt

Idee der Programmiersprache Prolog (spater mehr dazu)
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Prinzip Vorwartsverkettung
gegeben:
» Wissensbasis (R, F) mit
» endliche Regelmenge R
» endliche Faktenmenge F
Anwendbarkeit von Regeln:
Regel(instanz) feuert (ist anwendbar) in einer Faktenmenge gdw.
Voraussetzung (Regelrumpf) in dieser Faktenmenge erfiillt.
Verfahren: Schrittweise Erweiterung der Faktenmenge um giiltige
Fakten (Kopfe feuernder Regeln):
rekursive Definition:
Menge aller Folgerungen (Grundatome) aus Wissensbasis (R, F):
(bzgl. C) kleinste Menge T (R, F) mit
IA: F C T(R,F)
IS: Falls p1,...,pn € T(R,F)
und (pr A---App— h)€ER
dann ist auch h € T(R,F)
(Rekursion: alle h werden neue Fakten)
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Beispiel Vorwartsverkettung

Beispiel: aus der Wissensbasis

F1 Tom ist ein Baby. b(T)
F2 Tom ist mannlich. m(T)
R1 Babies sind Kinder. Vx 1 b(x) — k(x)
R2 Mannliche Kinder sind Jungen. Vx o (m(x) A k(x)) — j(x)
R3 Weibliche Kinder sind Madchen.  Vx : (w(x) A k(x)) — g(x)

folgt (ohne gezielte Anfrage):

Tom ist ein Kind.

Tom ist ein Junge.

Instanz: b(T) — k(T) der Regel R1 feuert in der Faktenmenge

F={b(T),m(T)},
weil b(T) € F, also Voraussetzung (Regelrumpf) in F erfiillt.
schrittweise Erweiterung der Faktenmenge um giiltige Fakten:

Fo = {b(T),m(T)}
Fr = {b(T),m(T),k(T)} wegen R1
Fo = {b(T),m(T),k(T),j(T)}(=F3) wegen R2



Typische regelbasierte Systeme
Regelbasiertes System (Produktionssystem): (endliche) Mengen
» F der Fakten
» R der Regeln, oft einer bestimmten Form (z.B. definit)
haufige Formen der Bedingungen:
» a=b, a# b (Gleichheit von Objekten)
» p(a), r(a, b, c) (Eigenschaft / Zusammenhang von Objekten)
» w(a) = v (Attributwerte von Objekten)
tibliche Aktionen:
» direkte Anderung der Wissensbasis
(z.B. Erweiterung, Korrektur)
> Riickfragen (Antwort fiihrt zur Anderung der Wissensbasis)
> Handlungsanweisungen (z.B. Reglereinstellung)
fiihrt zu Zustandsénderungen (Anderung der Wissensbasis)

Wissensverarbeitung haufig durch

Vorwartsverkettung (Produktion) mit Konfliktlosestrategien
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Konflike bei Aktionsregeln

gegeben: Faktenmenge F, Regelmenge R (z.B. definit)

Regel by A--+ A b, — h feuert in F genau dann , wenn ihr Rumpf
bi A+ A bpin F erfiillt ist (also wenn {b1,...,b;j} € F)

Problem:

» Faktenmenge (Zustand) F’ mit mehreren anwendbaren Regeln
aus R, die gegenteilige Aktionen auslosen

> Aktionsteil welcher Regel soll ausgefiihrt werden?

Konfliktmenge zu einer Faktenmenge F’:
Menge aller in F’ anwendbaren Regeln aus R
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Beispiel

Wissensbasis:

R1 Wenn Besuch zum Essen kommt,
gibt es WeiB- oder Rotwein. (, aber nie beides.)
R2 Zum Fisch gibt es WeiBwein.
R3 Wenn Bob da ist, gibt es Rotwein.
F Bob kommt zum Fischessen.

Frage: Welches Getrank soll serviert werden?
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Beispiel

Wissensbasis:

» Regelmenge:
Vogel kénnen fliegen. Pinguine sind Vogel. Pinguine kdnnen
nicht fliegen.

» Faktenmenge:
Tweety ist ein Pinguin.

Problem: Kann Tweety fliegen?
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Konfliktlosestrategien

Konfliktldsung in Faktenmenge F durch Auswahl einer Teilmenge der
Konfliktmenge , deren Anwendung nicht widerspriichlich ist.

oft durch (schrittweises) Entfernen Ignorieren ausgewahlter Regeln
(einige) Konfliktldsestrategien:
Refraktionsprinzip: Keine Regelinstanz darf zweimal nacheinander feuern

Praferenzen: Bei der Wissensreprasentation mit definierte Ordnung auf
Regeln
Regeln niederer Praferenzen feuern nicht, wenn eine
Konflikt-Regel hoherer Praferenz angewendet wurde.

Spezifitat: spezifischere Regelinstanzen werden bevorzugt
Aktualitat: erstmals feuernde Regeln werden bevorzugt
zufillige Auswahl einer Regel

also auch hier: Lésung anhand
Bewertung / Klassifikation der Optionen / Aktionen
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WH: Modellierungsbeispiel in Pradikatenlogik (1. Stufe)

Wissensbasis (Kontext, Aufgabenbereich):
allgemein:

» Personen mit einem gleichen Elternteil sind
Geschwister.
» Nichten sind weibliche Kinder von Geschwistern.
speziell:
» Tina ist die Tochter von Anna und Max.
» Paul und Berta sind die Eltern von Anna und
Otto.

Formeln ...
Frage Wer ist wessen Nichte?

Losung ...
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Wiederholung Pradikatenlogik: Syntax
Ziel: Modellierung von Aussagen iiber Eigenschaften und
Beziehungen von Objekten eines bestimmten Bereiches
Signatur X = (X, XR) Funktions- und Relationssymbole
(Individuen-)Variablen X
Terme Term(Xr, X), induktive Definition:
IA: X C Term(Zf, X)
IS: Aus (f,n) € Xpund t1,...,t, € Term(XF, X)
folgt f(t1,...,tn) € Term(Xf, X).
Atome Atom(X, X):
Aus (p,n) € Xgund ty,...,t, € Term(Xf, X) folgt
p(ti, ..., ty) € Atom(Xf, X)
Formeln FOL(X, X) induktive Definition:
IA: Atom(X, X) C FOL(X, X)
IS: Falls j ein n-stelliger Junktor ist, x € X und
©1,---,9n € FOL(X, X), dann gilt
J(e1,...,pn) € FOL(XE, X), Vx¢ € FOL(X, X)
und Ixp € FOL(T, X),
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Wiederholung Pradikatenlogik: Semantik

Y-Struktur A = (A, [-]4) mit

» nichtleerer Menge A (Trigermenge)
» Interpretation [-] 4 der Funktions- und Relationssysmbole aus

> fiir jedes (f, n) € Xr eine Funktion [f]4: A" — A
> fiir jedes (p, n) € Xk eine Relation [p]4 C A"

Belegung B : X — A der Individuenvariablen
Eine Interpretation (A, 8) fiir Term t € Term(X g, X) oder Formel
¢ € FOL(X, X)

» einer X-Struktur A = (A, [-].4) und

» einer Variablenbelegung 8 : X — A.

Menge aller Modelle der Formel ¢ € FOL(XZ, X)

(S, B) ist X-Interpretation und }

wodty) = {8, (5.0 ]
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(Eingeschrinkte) Ubersetzung in Aussagenlogik

Grundinstanziierung G : FOL(Z, X) — 2AH(P) in einer ¥-Struktur
A = (A,[-]4) (nur die endliche Tragermenge A relevant):
Grundinstanziierung der Formel ¢ € FOL(X, X):

1. Signaturerweiterung X' = X U {(d,0) | d € A}:
neues Konstantensymbol (d,0) € X fiir jedes d € A

2. Ersetzung aller Quantoren und gebundenen Variablen:
Vxp = Ngeaodx = d}, Ixp =V ex 0{x = d},

3. Ersetzung 3 : FOL(X,X) — 2FOL("9) aller freien Variablen:
Formelmenge 5(¢) =
{o{x1— a1,...,xn = an} | fvar(p) = {x1,...,xn}, a1,...,a, € A}

4. Ersetzung (Umbenennung) jedes Grundatoms a € Atom(5(y))
durch eine Aussagenvariable p € P
(Z.B. p(al, ey an) — pag--- an)

Beispiele (Tafel): Grundinstanzen von
> p(x,x)A3Ix p(y,x) in A={1,2},
> Vx(P(x) — JyN(y,x)) in B ={ Anton, Tom, Paul }
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Pradikatenlogik: Grundinstanziierung

Vorteile:  » Entscheidbarkeit,
aussagenlogische Methoden anwendbar,
» Standard-Werkzeuge einsetzbar,

z.B. SAT-Solver

Nachteile: P ergibt evtl. groBe uniibersichtliche
Formelmengen,
» nur moglich, falls beide folgende Bedingungen
erfiillt sind:
1. Struktur hat endliche Tragermenge
2. Signatur enthilt keine > O-stelligen Funktionen
(nur Konstanten)

v
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Grundinstanziierung zur Wissensverarbeitung

1. Formulierung der Wissensbasis als Formelmenge

2. Formulierung der Frage als Formel
(Behauptung, evtl. mit Variablen)

3. Grundinstanziierung (sofern moglich)

4. Transformation in z.B. Klauselmenge
(Konjunktion von Regeln, CNF)

5. Lésung durch aussagenlogisches Verfahren
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Datalog

Datalog: Anfragesprache fiir relationale Datenbanken
(Tabellen reprasentieren Relationen, definieren Signatur)

FOL(X, X)-Fragment mit den folgenden Eigenschaften:
Syntax X g enthilt nur Konstantensymbole
(nullstellige Funktionssymbole)

Semantik Interpretation iiber einer festen Struktur (definiert
durch Datenbank) mit endlicher Trigermenge
(Menge aller in der DB vorkommenden Konstanten)

extensionale Pradikate:
in Datenbank definiert
(Tabellen-, Relationenschemata)

intensionale Pradikate:
im Datalog-Programm (Regelkopfen) definiert

Einschrankung (Syntax): Kein Pradikat darf sowohl extensional als
auch intensional vorkommen.
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Datalog — Syntax

Datalog-Term: Konstantensymbol oder Variable

Datalog-Atom: p( t1 , ... , tn ) mit n-stelligem
Relationssymbol p € Xz und Termen
tl , ... , tn (nur Variablen oder Konstanten)

Datalog-Klausel: Hornklausel, d.h. Klausel =b; V...V =b, V h mit
genau einem positiven Literal
dquivalent: (by A ... A by) — h
Rumpf by A ... A by, Kopf h
Datalog-Syntax: Regel h :- bl
mit Datalog-Atomen bl ,
intensionales Pradikat in h,
intensionale oder extensionale Pradikate in bi

Datalog-Fakt: Datalog-Klausel mit n =0
(positives Literal, Regel ohne Rumpf)

Datalog-Wissensbasis: endliche Menge von Datalog-Klauseln

Datalog-Anfrage: Formel 7- bl, ... , bn. mit
Datalog-Atomen b1, , bn

s --. , bn.
, bn , h
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Was bisher geschah
Grundlagen der (Logik-basierten) kiinstlichen Intelligenz
> klassische Aussagenlogik
» klassische Pradikatenlogik

> jeweils WH Syntax und Semantik

» Grundinstanziierung: (mitunter mogliche) Ubersetzung von
Pradikaten- in Aussagenlogik

Wissensreprasentation und -verarbeitung in Logiken:
» Entscheidungbidume, -diagramme
» Entscheidungtabellen

» Mengen von Regeln ohne / mit Alternative
SchlieBen durch Vorwarts- oder Riickwartsverkettung

DATALOG:
» Programmier- / DB-Abfragesprache
» Programm: Menge von Regeln (ohne Alternative)
» SchlieBen durch Vorwartsverkettung
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WH: Satze

Formel ¢ € FOL(X, X) mit fvar(¢) = () heiBt Satz.

Beispiele:
> VxVy(R(x,y) = R(y,x)) ist ein Satz.
> R(x,y) = R(y,x),¥x(R(x,y) = R(y,x)),

Jy(R(x,y) — R(y,x)),Vx(R(x,y) — VyR(y, x))
sind keine Satze.

fir ¢ € FOL(X, X) mit fvar(¢) = {x1,...,Xxn }:
universeller AbschluB Vi := Vxy - - - Vxp
existentieller AbschluB Jp := dxg - - - Ixpep

Fakt
Fiir jede Formel ¢ € FOL(X, X) sind Vo und 3 Sitze.
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WH: Ersetzbarkeitstheorem

Satz
Ist © eine Formel und ) eine Teilformel von ¢ und gilt ) =1,

dann gilt o = ¢’ fiir die Formel ', welche aus ¢ durch Ersetzung
eines Vorkommens von v durch n entsteht.

gebundene Umbenennung 6 : X — X einer Formel ¢ € FOL(X, X)
ersetzt jedes gebundene Variablen-Vorkommen (auch
beim bindenden Quantor) durch eine Variable, die in
 noch nicht vorkommt.
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WH: Wichtige Aquivalenzen mit Quantoren

—Vxp
—dxp
Vxp A Vxy
dxe V Ix
VxVyp
dxdyp

fiir x ¢ fvar(¢) gilt auBerdem

Vxp VY
Ixp VvV
Vxp A
Ixp AN

Ix—
Vx—gp
Vx(p A )
Ix(p V)
VyVxp
dydxe

Vx(p V1
Ix(p Vv
Vx(p A
Ix(e Ay

)
)
)
)
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Pradikatenlogische Normalformen
Eine Formel ¢ € FOL(X, X) heiBt in

bereinigter Form , wenn bvar(y) N fvar(¢) = @ und jeder Quantor
eine andere Variable bindet
2.B. Vx(p(x) = 3y(r(y,2) V r(z,y)))

Pranexform , wenn ¢ = Q1x1 - - - Qpxnt), wobei Vi : Q; € {V,3}
und in 1 keine Quantoren vorkommen.
z.B. Vx3y(p(x) = (r(y,z) V r(z,y)))

Skolemform , wenn ¢ = Vxg - - - Vxmtb, wobei fvar(p) = 0 (Satz),
alle x; verschiedene Variablen sind und in 1) keine
Quantoren vorkommen.
z.B. VxVz(p(x) — (r(a,z) V r(z, a)))

Klauselform , wenn ¢ = Vxg - - - Vxn1), wobei alle x; verschiedene
Variablen und v eine CNF sind.
z.B. VxVz((—=p(x) V r(a, 2)) A (—p(x) V r(z, a)))
Darstellung als Regelmenge méglich:
{p(x) = r(a,z), p(x) = r(z,a)}
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Erfiillbarkeits-Aquivalenz

Definition
Zwei Formeln ¢, 4 heiBen Erfiillbarkeits-dquivalent, wenn gilt:
@ ist genau dann erfiillbar, wenn ¥ erfiillbar ist.

(Mod(y) # 0 gdw. Mod(z)) # 0)
Achtung:

> Erfiillbarkeits-Aquivalenz ist schwicher als semantische
Aquivalenz.

Beispiel: pV g und r sind erfiillbarkeitsdaquivalent,
pV q = r gilt aber nicht. (Warum?)

> Erfiillbarkeits-Aquivalenz bleibt beim Einsetzen in Formeln i.A.
nicht erhalten.

Beispiel: p und g sind Erfiillbarkeits-aquivalent,
aber p A —p und p A =g nicht.
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Konstruktion pradikatenlogischer NF

gebundene Umbenennung 6 : X — X einer Formel ¢ € FOL(X, X)
ersetzt jedes gebundene Variablen-Vorkommen (auch beim
bindenden Quantor) durch eine Variable, die in ¢ noch
nicht vorkommt.

Zu jeder Formel ¢ € FOL(X, X) lassen sich konstruieren:

P eine dquivalente Formel in bereinigter Form,
(Konstruktion durch gebundene Umbenennungen)

» eine dquivalente Formel in Pranexform,
(Konstruktion durch dquivalente Umformungen)

» eine Erfiillbarkeits-dquivalente Formel (Satz) in Skolemform,
aus deren Modellen sich Modelle fiir ¢ konstruieren lassen
(existenzieller Abschluss und schrittweise Eliminierung der 3 von
links nach rechts durch Einfiihrung neuer Funktionssymbole)

» eine Erfiillbarkeits-dquivalente Formel (Satz) in Klauselform.
Beispiele:

> (=3x(P(x,2) VVyQ(x, f(y))) vV VyP(g(z. ), 2))

» AxVy3IzVudvP(x,y,z,u,v)
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Syntaktisches SchlieBen in der Pradikatenlogik

Modellmengen pradikatenlogischer Formeln (und Formelmengen)
sind i.A. unendlich.

Aussagen wie

In jeder Aquivalenzrelation gilt ¢, d.h.
Vx R(x,x)
VxVy (R(x,y) = R(y,x)) Fe
VxVyvz (R(x,y) AR(y,z) = R(x, z))

lassen sich i.A. nicht durch Nachpriifen aller Interpretationen
beweisen.

Syntaktisches SchlieBen in Kalkiilen ist daher in der
Pradikatenlogik noch wichtiger als in der Aussagenlogik.
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WH: Modellierungsbeispiel Pradikatenlogik

Wissensbasis:

F1 Tom ist ein Baby. b(T)
F2 Tom ist méannlich. m(T)
F3 Anna ist weiblich. m(A)
R1 Babies sind Kinder. Vx 1 b(x) — k(x)
R2 Mannliche Kinder sind Jungen. Vx o (m(x) A k(x)) = j(x)
R3 Weibliche Kinder sind Madchen.  Vx : (w(x) A k(x)) — g(x)

Fragen:
Q1 Ist Tom ein Junge?
Q2 Ist Anna ein Junge?

» schon bekannt:

Losung durch Vorwartsverkettung (datenorientiert)
> jetzt:

Losung durch Riickwartsverkettung (zielorientiert)
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Losungsidee

1. Formulierung der Wissensbasis als Formelmenge
(Regelmenge, logisches Programm)

2. Formulierung der Frage als Formel
(Behauptung, evtl. mit Variablen)

3. Transformation in Klauselmenge
4. Grundinstanziierung (sofern moglich)

5. Losung durch aussagenlogische Resolution

Nachteil: Grundinstanziierung aufwendig

besser: bendtigte Instanzen nach Bedarf erzeugen
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Substitutionen (WH aus FOP)

Substitution: partielle Funktion 6 : X — Term(X, X)
Notation {x — t1,y — to,...}
Anwendung einer Substitution:

» s{x > t} ist der Term, welcher aus dem Term s durch Ersetzung
jedes Vorkommens der Variable x durch t entsteht

» o{x > t} ist die Formel, die aus der Formel ¢ durch Ersetzung
jedes freien Vorkommens der Variable x durch t entsteht

Beispiele:

> g(x,f(a)){x — b} = g(b,f(a))
> Py, x,f(g(y,a)){x— g(a,z),y — a} = P(a, g(a, 2), f(g(a, 3)))
> g(x,f(a)){x — b,y — a} = g(b,f(a))
> g(b,f(y)){x— b,y a} = g(b,f(a))
> (P(b,f(y)) = QU)){x — b,y — f(a)} = (P(b, f(f(a))) — Q(b))
>

f[-ilrQZ{XHb}aU:{y'_)f( a)} (auch O(x) = b,o(y) =f(a) )
gilt

(P(b. £(y)) — Q)fr = o(6(P(b. F(y)) — QX)) =

= P(b,f(f(a))) — Q(b)



Unifikator
Substitution ¢ heiBt genau dann Unifikator der Terme (Atome, Literale)
t; und t, (@ unifiziert t; und tp), wenn 6(t;) = 0(t,) gilt.
Beispiele:
1. 8 ={x— b,y — a} unifiziert t; = g(x, f(a)) und t, = g(b,f(y))

2. {x+— g(g(y)),z— g(y)} unifiziert f(x,g(y)) und f(g(z),z) (und
f(g(2). &(y)).

3. {x—gl(g(a)),y = az—g(a)}
unifiziert f(x, g(y)) und f(g(z), z).

4 {x—g(g(y)),z — g(y), v — f(a)}
unifiziert f(x, g(y)) und f(g(z), 2).

Terme (Atome, Literale) ty, t, heiBen genau dann unifizierbar,

wenn ein Unifikator fiir t; und t, existiert.
Beispiele:

1. g(x,f(a)) un

f(y)) sind unifizierbar,
f(x), a)) nicht. Warum?
un

—\P(X, f(y), z) sind unifizierbar,
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Ordung auf Unifikatoren

Fiir zwei Unifikatoren o, 6 der Terme t1, t; gilt:

o heiBt genau dann allgemeiner als 6, wenn eine Substitution p
(die nicht nur Umbenennung ist) existiert, so dass
t10 = tiop = thop = %)

(analog Teilerrelation)

Beispiele: Unifikatoren fiir f(x, g(y)), f(g(z), z)
1. Unifikator {x — g(g(y)),z — g(y)} ist allgemeiner als
{x—g(g(a),z— g(a)}
p={ywa}
2. Unifikator {x — g(g(y)),z +— g(y)} ist allgemeiner als
x—g(eg(y);z— g(y),v— g(b)}
p={vr— g(b)}
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Allgemeinster Unifikator

Zu unifizierbaren Termen (Atomen, Literalen) s, t existiert (bis auf
Umbenennung der Variablen) genau ein Unifikator 6 mit der
folgenden Eigenschaft:

Fiir jeden Unifikator o fiir s, t ist 6 allgemeiner als o.

Dieser heiBt allgemeinster Unifikator § = mgu(s, t) von s und t.

(analog ggT)
Beispiele:

> mgu(f(x,a), f(g(b),y)) = {x— g(b),y — a}
> mgu(f(x,g(y)). f(g(2),2)) = {x— glg(y)),z— gly)}
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Unifizierbarkeit

» t ist mit t unifizierbar (mit Unifikator 6 = ()

» tist mit x € X unifizierbar (Unifikator 6 = {x — t})
gdw. x in t nicht vorkommt

> f(t1,...,tn),8(s1,...,Sm) sind nicht unifizierbar, falls n # m
oder f £ g

» 0 ist Unifikator fiir f(t1,...,ty), f(s1,...,5n) gdw.
Vie{l1,...,n}: 6 unifiziert t; und s;
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Unifikationsalgorithmus
zur Bestimmung des mgu(s, t) fiir s, t € Term(Xr, X) oder
s, t € Atom(X, X) (sofern dieser existiert)
Algorithmus: Unifikationsalgorithmus

Eingabe: s,t € Term(Xg,X) (oder € Atom(X, X))
Ausgabe: 0 = mgu(s, t) oder ,nicht unifizierbar"

wenn s = t dann
| 0+ 0
sonst wenn s € X dann
wenn s € var(t) dann ,nicht unifizierbar"
sonst 0 « {s — t}
sonst wenn t € X dann
| 6+« mgu(t,s)
sonst wenn s = f(sy,...,5n),t = g(t1,...,t,) dann
wenn f = g (und m = n) dann
6 < mgu(sy, t1) o - omgu(sm, tm)
sonst ,, nicht unifizierbar"

Dabei gilt fiir jede Substitution 6:

6 o, nicht unifizierbar" =, nicht unifizierbar” o 8 =, nicht unifizierbar"



Unifikationsalgorithmus — Beispiele

> mgu(f(x, hy),y), f(&(2), 2 a)) =
{x — g(h(a)),z = h(a),y — a}
> mgu (P(f(x),8(y; h(a, 2))), P(f(g(a, b)), g(g(u, v), w)))) =
{x— g(a,b),y — g(u,v),w— h(a,z)}
mgu(P(f(a),g(x)), P(y,y)) existiert nicht
mgu(f(x,g(a, z)), f(f(y), f(x)) existiert nicht
(x, %), f
(x,&(y)

vvyYyy

(f
gu(f (v, g(y)) existiert nicht
gu( ), f(y,

f x) existiert nicht

)
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Was bisher geschah
Wissensreprasentation und -verarbeitung in Logiken
klassische Aussagenlogik:

» Syntax (Wiederholung)
» Semantik (Wiederholung)
> Resolution

klassische Pradikatenlogik:
» Syntax (Wiederholung)

» Semantik (Wiederholung)
» Normalformen:
> bereinigt
> Prinex
» Skolem (3-Eliminierung)
» Klausel (Menge von Klauseln, Notation ohne Quantoren)

» Substitutionen,Unifikatoren
> allgemeinster Unifikator

» Unifikationsalgorithmus
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Pradikatenlogik: Modellierungsbeispiel

» Paul liest Kriminalromane.

» Tina liest Arztromane.

» Bob mag sich selbst.

» Tina mag alle Krimileser.

P> Krimileser mogen Zeitungsleser.
P> Alle lesen Zeitungen.

Wissen

Darstellung als pradikatenlogische Formelmenge

Fragen » Mag Bob Tina?
» Wen mag Bob?
» Wer mag Bob?
» Wer mag Zeitungsleser?
» Wer mag wen?

» Wer liest was?
Typ der Losung ja / nein oder Substitution (und evtl. Begriindung)

Losungen ...



Losungsidee (Wiederholung)

1. Formulierung der Wissensbasis als Formelmenge (Regelmenge,

logisches Programm)

2. Formulierung der Frage als Formel (Behauptung, evtl. mit
Variablen)

3. Transformation in Klauselmenge
4. Grundinstanziierung (sofern moglich)

5. Losung durch aussagenlogische Resolution

Nachteil:
Grundinstanziierung ergibt i.A. sehr groBe (evtl. unendliche)
Formelmengen
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Pradikatenlogische Resolution

Wiederholung: Resolutionsregel (Aussagenlogik)

hv---ViVvi V-V =l
hV - VI, VIV

Ziel: Erweiterung auf Pradikatenlogik

Beispiel: Fiir jeden Papagei gilt

Sein Vater hat eine rote Feder und er selbst tragt keine rote Feder.
© = ¥x(R(v(x)) A —~R(x)) ist unerfiillbar.

Interpretiert in einer Struktur A = (A, [-].4), reprasentiert ¢ die
Formelmenge (Grundinstanziierung)

(U{R(v(2)) A=R(a), R(v(v(a))) A =R(v(a)), ...}

acA

 reprasentiert die (grundinstanziierte) Klauselmenge
U{R(v(2)), =R(a), R(v(v(a))), ~R(v(a)), . -}
acA

unerfiillbar nach (aussagenlogischer) Resolution

Ziel: Resolution geeigneter Instanzen der zu resolvierenden Klauseln.
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Pradikatenlogische Resolution
(Einfache) Resolutionsregel fiir Klauselform (implizit V-abgeschlossen):

falls & = mgu(/, ') existiert:

hv - Vi,V KVl
(hVv - VI, VNV VI

Beispiel:

{P(f(x)) V R(g(x), x), ~R(u, v) V =5(u, v)} |= P(f(x)) v ~5(g(x), x)

mit Unifikator 8 = [u — g(x), v — x]

Volle Resolutionsregel erlaubt gleichzeitige Eliminierung aller
unifizierbaren Instanzen eines Literals.

Beispiel:

{P(x; b)VP(a, y)VQ(x, f(y)), 2P(z, w)V-Q(w, 2)} = Q(a, f(b))V-Q(b, a)

mit Unifikator
O(P(x,b), P(a,y), P(z,w)) =[x+ a,y = b,z — a,w > b]
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Pradikatenlogische Resolution

Wiederholung:

In einer Logik L (definiert durch Syntax, Semantik)
ist der Kalkiil (Schlussverfahren) - C 2L x L
gegeniiber der Folgerungsrelation = C 2L x L

korrekt gdw. fiir jede Formelmenge ® C L und jede Formel ¢ € L:

aus ¢ ¢ folgt & =9

vollsténdig gdw. fiir jede Formelmenge ® C L und jede Formel ¥ € L:

aus ¢ = ¢ folgt ¢ + ¢

(aussagen- und pradikatenlogischer) Resolutionskalkiil:

® kg 1 gdw. f durch Resolution aus ® U {—¢} ableitbar

Satz
Der Resolutionskalkiil ist fiir AL(P) und FOL(X, X) (bzgl. =) korrekt
und vollstandig.
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Pradikatenlogische Resolution — Beispiele

> Gilt
{ E(a, b), E(a,c), E(b, c), E(c, d),
(E

E(x.y) = P(x.y) } = P(a, d)?
u,v) A P(v,w)) — P(u,w)

> {=b(x)Vr(y,y))Vr(x,y),~b(z) V =r(u, u)) V =r(z,u), b(a)}
ist unerfiillbar
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Beispiel: Barbier (Russellsches Paradox)

informal: Der Barbier im Dorf rasiert (genau) diejenigen,
die sich nicht selbt rasieren.
Problem: Frage: Rasiert der Barbier (b) sich selbst? 2 Fille:
1. Ann.: b rasiert sich selbst — b rasiert sich nicht
2. Ann.: b rasiert sich nicht selbst — b rasiert sich
Widerspruch in beiden Fallen
Folgerung: Also existiert kein solcher Barbier.
(analog existiert keine Menge aller Mengen)
formal: Kontext: Vx(r(b, x) <> —r(x,x))
in Klauselform: ¢ =
{=r(b,x) V =r(x,x), r(x,x) V r(b,x)}
Resolution: 2 Félle: Frage (als Behauptung)
¥ € {r(b,b),—r(b, b)}
1. {=r(b,x) V =r(x, x), r(x,x) V r(b,x),—r(b, b)}
2. {=r(b,x) V =r(x,x), r(x,x) VvV r(b,x), r(b,b)}
in beiden Féllen Resolution zu f mit o = {x — b}
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Horn-Logik (definite Regeln)
Fragment der klassischen Pradikatenlogik (der ersten Stufe):

Horn-Klausel (endliche) Disjunktion von Literalen, die
hochstens ein positives Literal enthalten.

Horn-Formel (endliche) Konjunktion von Horn-Klauseln

(definites) logisches Programm (endliche) Menge von Hornklauseln mit
je einem positiven Literal

Darstellung von Horn-Klauseln:
» Hornklausel mit einem positiven Literal:
—byV...Vab,Vh=(biA...Aby) = h
Regeln
Spezialfall Fakt h (Regel ohne Rumpf)
» Hornklausel ohne positive Literale:
b V...Vab,==bV...Vab,VE=(biA...Aby) = f
Anfrage (Query, Zielklausel, herzuleitende Formel)
Achtung:
Nicht zu jeder Formel existiert eine dquivalente Formel in Horn-Logik
(z.B. pV q, Formalisierung Barbier).
Horn-Logik ist also ein echtes Fragment der klassischen Pradikatenlogik 158



Prolog: Syntax

Signatur ¥ = (Xf, XR)

Syntax (ASCII) analog Datalog:
Prolog-Term: t € Term(XFr, X) (mehr als Datalog)

Prolog-Atom: a = p(t1,..., ty) € Atom(Z, X)
mit n-stelligem Relationssymbol p € X

Prolog-Syntax: p( t1, ... , tn )
Prolog-Klausel: Regelh :- b1l , , bn.
mit Prolog-Atomen bl , ... , bn , h

Prolog-Fakt: Regel ohne Rumpf, d.h. Prolog-Klausel mit n =0
Prolog-Programm (Wissensbasis):

endliche Menge von Prolog-Klauseln
Prolog-Anfrage (Zielklausel, Query): Regel ohne Kopf, d.h.

Formel 7- b1 , ... , bn.

mit Prolog-Atomen b1 , ... , bn
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Prolog: Semantik

Wissensbasis: Prolog-Programm (Programmklauseln)
P:{b,'l/\---/\b,'ni—>h,' | iE{l,...n}}

Zielklausel: by A -+ A by,
Antwort: nein
ja und evtl. Variablenbelegung /3

Was ist die Bedeutung der drei Komponenten Wissensbasis,
Zielklausel und Antwort? Wie hangen sie zusammen?

deklarative Semantik: logische Bedeutung der Komponenten und
der Antwort

operationale Semantik: Verfahren zum maschinellen Finden der
Antwort (durch den Prolog-Interpreter) aus den
Komponenten
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Prolog — deklarative Semantik

1. Programm P={h_i :- b_il , ... , b_ini. |i€ {1,...m}}
reprasentiert die Menge ¢ C FOL(X, X) von Satzen

¢:{V(b,-1/\~--/\b,-,,/.—>h,~)|ie{l,...m}}

(V-Abschliisse aller Regeln)
Y enthilt genau alle in P vorkommenen Relations- und
Funktionssymbole (Konstruktoren)
( und vordefinierte Symbole, z.B. 4+, =, is, ...)
2. Zielklausel ¢ = (b1 A --- A by,) € FOL(X, X)
3. Herbrand-Modell von :
Modell fiir & iiber der Trigermenge Term(Xf, () (Grundterme)
4. Mody: Menge aller Herbrand-Modelle von ¢
5. Antwort:
ja mit Substitution 6 : fvar(y)) — Term(Xf, () , falls
Mody(®) C Mody(18) (Mody (P U {—1p0}) = 0)
nein , falls fiir jede Substitution 6 gilt
Mody(®) € Mody(¥0) (Mody (P U {—8) £ 0)
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Prolog — deklarative Semantik — Beispiel

Programm a :- b,c. a :-d. b. b :-d. c. d :- e. d.
interpretiert als ® = {bAc — a,d — a,b,d — b,c,e — d,d}
(rein aussagenlogisch, Yr = ), Term(Xg,0) = (), Mody = Mod)
Mody(®) = {Wi1110, Wini1} = {{a, b, c,d},{a, b,c,d, e}}
Anfrage 1: 7- a. Y = a,

Mody(® U {—a}) =0,

also Antwort: ja (ohne Substitution)

Anfrage 2: 7- e. LY =e,

Modp(® U {—e}) = {Wii110} # 0,
also Antwort: nein

162



Prolog — deklarative Semantik — Beispiel
Programm p(a). q(X) :- p(X). q(b).
interpretiert als ® = {p(a), Vx(p(x) = q(x)), q(b)}
Herbrand-Modelle von ® mit Tragermenge {a, b} (Konstanten):
Mody(®) = {A, B} mit A= ({a, b}, []a), B=({a,b},[]5),
wobei [p]4 = {a}, [pls = {a, b} und [q].4 = [4]s = {a, b}
alternativ notiert als Mengen von Grundatomen:

Mod(®) = {{p(a), a(a), q(b)}, {p(a), p(b), q(a), q(b)} }

A B
Anfrage 1: 7- q(a). , ¥ = qg(a) Mody(® U {—qg(a)}) =0,
also Antwort: ja (ohne Substitution)
Anfrage 2: 7- q(X). , ¥ = g(x) Mody(® U {—qg(x)}) =0,
also Antwort: ja, mit Substitutionen a = {x +— a} und 8 = {x — b}
Anfrage 3: 7- p(a). , % = p(a) Mody(® U {-p(a)}) =0,
also Antwort: ja (ohne Substitution)
Anfrage 4: 7- p(b). , ¥ = p(b) Modp(® U {-p(b)}) = {A},
also Antwort: nein
Anfrage 5: 7- p(X). , b = p(x) Mody(® U {-p(x)}) =0,

also Antwort: ja, mit Substitution 8 = {x — a}
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Was bisher geschah
klassische Pradikatenlogik:

» Wiederholung Syntax, Semantik
» Normalformen:
» bereinigt
» Prinex
» Skolem (3-Eliminierung)
> Klausel (Menge von Klauseln, Notation ohne Quantoren)
> Substitutionen, Unifikatoren
> allgemeinster Unifikator (mgu(s, t)), Unifikationsalgorithmus
» Pradikatenlogisches Resolutionsverfahren

Logische Programmierung:
» Datalog
» Syntax: Horn-Formeln, ¥ ¢ enthilt nur Konstanten
» deklarative Semantik: kleinstes Herbrand-Modell
> (operationale) Semantik: Vorwirtsverkettung
» Prolog
» Syntax: Horn-Formeln

» deklarative Semantik: kleinstes Herbrand-Modell
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WH: Modellierungsbeispiel

» Paul liest Kriminalromane.

» Tina liest Arztromane.

» Bob mag sich selbst.

» Tina mag alle Krimileser.

P> Krimileser mogen Zeitungsleser.
P> Alle lesen Zeitungen.

Wissen

Darstellung als pradikatenlogische Formelmenge

Fragen » Mag Bob Tina?
» Wen mag Bob?
» Wer mag Bob?
» Wer mag Zeitungsleser?
» Wer mag wen?

» Wer liest was?
Typ der Losung ja / nein oder Substitution (und evtl. Begriindung)

Losungen ...



Programmierung in Prolog — Beispiel
Wissensbasis: logisches Programm P (Prolog, Datalog)

liest(paul,krimi). liest(tina,arztroman).

mag (bob,bob) .

mag(tina,X) :- liest(X,krimi).

mag(X,Y) :- liest(X,krimi), liest(Y,zeitung).
liest(X,zeitung).

reprasentiert die Formelmenge

:{ I(p, k), I(t, a), m(b, b), Vx (I(x, k) — m(t,x)), }
Vx Wy ((I(x, k) A /(y, z)) = m(X,y)) ,Vx I(x; 2)

Aufgabenbeschreibung: Zielklausel (Anfrage, Query)
7- mag (bob,tina).
reprasentiert die Formel ) = m(b, t)
Paar (Programm, Zielklausel) reprisentiert die Frage:
(Fiir welche Belegungen) Gilt ® |= 97

Losung ja und Belegung 8 mit ® =
oder nein

Losungsverfahren Resolution auf ® U {—}
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Logische Programmierung — Antworten

Variablen in Zielklauseln:
?- mag (tina,X).

reprasentiert die Formel ¢ = 3Ix : m(t, x)
Fiir welche x gilt ® = 7

Antwort: erfiillende Belegung fiir x
Losung durch Resolution auf

SU{—} = dU{=3x : m(t,x)} = dU{—=Ty : m(t,y)} = dU{Vy : -m(t,y)}
Beispiel als Klauselmenge:

{ I(p, k), I(t, a), m(b, b), }
=l(x, k) vV m(t,x),=l(x, k) V =l(y,z) V. m(x,y), l(x,z), -m(t, y)

mogliche Antworten:
wahrend der Resolution berechnete Substitutionen fiir x
Was bedeutet 7- mag (X,Y).

Welche Antworten?
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Prolog — operationale Semantik
SLD-Resolution:
linear resolution with selection function for definite clauses
» Definite clauses:
Horn-Programme (hdchstens ein positives Literal je Klausel)
» Linear resolution:
Folge von Resolutionsschritten, wobei in jedem Schritt mit
einer Klausel aus dem Programm resolviert wird
» Input-Resolution
Folge von Resolutionsschritten, wobei in jedem Schritt nach
einem Literal in der im vorigen Schritt erzeugten Klausel
(zu Beginn also der Zielklausel) resolviert wird
» Selection function: Auswahl
» der Klausel im Programm (unter mehreren passenden):
von oben nach unten (von links nach rechts)
> des Literals in der Klausel: von links nach rechts
Tiefensuche mit Backtracking
Beispiel (Tafel): Anfrage p(y) , P =
{=5(x) V p(x). q(a, a), (b, a), (b, b), ~q(x, ) V ~t(x, b) V p(x)}



Deklarative Programmierung enthilt z.B.

> logische Programmierung

» funktionale Programmierung

» Constraint-Programmierung

und Kombinationen dieser Paradigmen

Vergleich LP (Prolog) mit FP (Haskell)

Paradigma logisch funktional
Beispielsprache Prolog Haskell
Berechnungsmodell || FOL A-Kalkiil
Programmbaustein || Horn-Klausel Termgleichung
Ausdriicke Atome Terme
Auszuwerten Konjunktion  von | Term
Atomen
Finden passender || Unifikation Matching
Programmteile
Auswertung SLD-Resolution Reduktion von A-Ausdriicken,

Termersetzung
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Beispiel — Peano-Zahlen

Prolog: plus(zero,Y,Y).

plus(succ(X),Y,succ(Z)) :- plus(X,Y,Z).

Anfragen, z.B.:

?7- plus(succ(zero),succ(succ(zero)) ,X).
?7- plus(succ(zero) ,X,succ(succ(zero))).
7- plus(X,Y,succ(succ(zero))).

Haskell: plus Zero y
plus ( Succ x ) y

Anfrage, z.B.:

=7

Succ (plus x y)

plus (Succ Zero) (Succ (Succ Zero))

Prolog: times(zero,Y,zero).
times (succ(X),Y,Z)

Haskell: times Zero y
times ( Succ x ) y

:- times(X,Y,H), plus(H,Y,Z).

Zero
plus (times x y) y
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WH: Datalog — Vorwartsverkettung

Aus der Wissensbasis

F1 Tom ist ein Baby. b(t). (extensional)
F2 Tom ist mannlich. m(t) . (extensional)
F3 Anna ist weiblich.w(a) . (extensional)
R1 Babies sind Kinder. k(X) :- b(X). (intensional)
R2 Mannliche Kinder sind Jungen. j(X) :- k(X),m(X). (intensional)
R3 Weibliche Kinder sind Madchen. g(X) :- k(X),w(X). (intensional)

folgt (ohne gezielte Anfrage): Tom ist ein Kind. Tom ist ein Junge.

Instanz k(t) :- b(t). der Regel k(X) :- b(X).
»feuert" in der Faktenmenge F = {b(t), m(t)}.

WH: schrittweise Erweiterung der Faktenmenge um giiltige Fakten

Fi = {b(t), m(t), w(a)}
F, = {b(t),m(t),w(a),k(t)}
F3 = {b(t),m(t),w(a), k(t),j(t)} = Fa (Fixpunkt)

Idee: Aussage folgt genau dann aus der Wissensbasis, wenn sie im
(iterativ bestimmten) Fixpunkt erfiillt ist. 171



Erweiterung der Faktenmenge
gegeben: logisches Programm P = F U R mit
> Faktenmenge F C Atom(P) (interpretiert als Zustand)
reprasentiert Menge aller Instanzen der Fakten,

Menge von Grundatomen (Herbrand-Interpretation)
(aus Datenbank oder Grundinstanziierung)

» Regelmenge R

Operationale Semantik (Vorwartsverkettung) definiert durch den
Ein-Schritt-Konsequenzoperator Tp : 2Atom(P) _, pAtom(P) 1yt

VM C Atom(P) : Tp(M) = {h|b—he FURP und M =y b}

{h|((bi A~ Aby)— h) € P und {by,...

Tp definiert die Folge
TR0) = 0, Tp(0)=Te(0)=F
Vie N: Fiyg {h|((B—=h)e(FUR)AN(Fi EB)}

T5(0) U TL(®) (kleinster Fixpunkt von Tp)
ieN

Satz: Fiir Programme aus Horn-Klauseln gilt
T%(0) = kleinstes Herbrand-Modell fiir P.

1 b} © M}
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Hiilleneigenschaften

Ein Hiillenoperator ist eine Funktion f : 2M — 2M mit den
folgenden Eigenschaften (Hiilleneigenschaften)

> Fiir alle Mengen m, n € 2M folgt aus m C n, dass
f(m) C f(n) gilt.
f ist monoton
» Fiir jede Menge m € 2M gilt m C f(m)
f ist extensiv
> Fiir jede Menge m € 2M gilt f(f(m)) = f(m)
f ist idempotent

Fiir Horn-Klausel-Programme ist die Funktion T/
(Konsequenzoperator) ein Hiillenoperator.
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Fixpunkt-Semantik fiir Horn-Klausel-Programme

(operationale Semantik von Datalog)
T/(0) ist der kleinste Fixpunkt des

» Ein-Schritt-Konsequenzoperators Tp

» Konsequenzoperators T/
Fiir Horn-Klausel-Programme P:

> gilt T5(0) = Mod(P)

> ist T5(0) das eindeutige kleinste Herbrand-Modell fiir P.
> Falls TA(0) = Tp(TA(D)) gilt, dann ist TA(0) = TA(0).
>

Fiir endliche (grundinstanziierte) Programme P wird T3(0) nach
endlich vielen Anwendungen von Tp erreicht.

Folgern / SchlieBen aus Horn-Klausel-Programm P

» Ein Atom a folgt genau dann aus P (P =4 a),
wenn a € T5(0).

» Ein negiertes Atom —a folgt genau dann aus P (P =gy —a),
wenn a & Tp5(0).

» Vorsicht bei Fortsetzung auf Formeln,
tibliche Semantik der Junktoren ist dafiir i.A. nicht erfillt.
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Regeln (Wiederholung)

Formen von Regeln:
allgemeine Implikation: ¢ — %
mit beliebigen (aussagen- oder préadikatenlogischen)
Formeln
definite Regel: h A...Al, = h
mit Atomen /;, h (Horn-Klausel)
normale Regel: L A...Al, — h
mit Literalen /; und Atom h
allgemeine Regel: h A...Al, — h
mit Literalen /;, h

Allgemeines (normales, definites) logisches Programm:
endliche Menge von allgemeinen (normalen, definiten) Regeln.
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Beispiel
Wissensbasis:
F1 mann(Paul).

F2 mann(Otto).

F3 verheiratet(Paul).

R junggeselle(X) : — mann(X), — verheiratet(X).

( R ist keine definite, aber normale Regel )
Anfrage: ?- junggeselle(X).
intuitive (gewiinschte) Antworten:

» ja, mit Substitution X — Otto
Begriindung: Otto-Instanz der Regel R
mann(Otto) A— verheiratet(Otto).
feuert in der Faktenbasis {F1, F2, F3}

» aber nicht mit Substitution X — Paul
Begriindung: Paul-Instanz der Regel R

mann(Paul) A= verheiratet(Paul).
feuert in der Faktenbasis {F1, F2, F3} wegen F3 nicht
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Negative Voraussetzungen
Frage: Wann gilt —p in einer Faktenbasis F?
Ansatze:
starke Negation : —p gilt genau dann, wenn —p € F
Vorteil: positive Antwort immer korrekt
Probleme:
» erfordert Verwaltung negativer Fakten in
Faktenbasis
> Was gilt, falls weder p noch —p in F?
(Unbestimmtheit)
» Was gilt, falls sowohl p als auch —p in F?
(Inkonsistenz)
schwache Negation :
Nicht aus der Wissensbasis ableitbare Aussagen
werden als unwahr angenommen. (Freispruch aus
Mangel an Beweisen)
Vorteil: ergibt immer eine Antwort (zweiwertig)

Problem: nach Erweiterung der Wissensbasis evtl.

ungiiltig
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Closed World Assumption

CWA: Der Anwendungsbereich ist durch die Wissensbasis
vollstandig beschrieben.

Damit gilt insbesondere

» Jede im Anwendungsbereich giiltige Aussage ist aus der
Wissensbasis ableitbar.

» Jede nicht aus der Wissensbasis ableitbare Aussage gilt im
Anwendungsbereich nicht.
(also gilt ihre Negation)

entspricht der Idee der schwachen Negation
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Normal logische Programme

(negative Voraussetzungen erlaubt)

normal logisches Programm P (Wissensbasis) enthilt:

> Menge R von Regeln der Form
PLA APy A=GL A Agm; — h

mit Atomen p;, g;, h

spezielle Regeln:
» Regeln mit leerem Rumpf: h (Fakten)
> Regeln mit leerem Kopf: pt A~ Apn, Aqr A - - A —Gm,

(Constraints)

Beispiel: {p — q,—q — r,—r — q, p}
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Modelle normal logischer Programme
fiir normal logisch Programme P:
Herbrand-Universum Up von P:
Menge aller Grundatome iiber der Signatur von P,
betrachtet als Aussagevariablen (Grundinstanziierung)

Herbrand-Interpretation [ fiir P:
Menge von Grundatomen /| C Up aus dem
Herbrand-Universum von P
Belegung der Aussagevariablen ist charakteristische
Funktion von /

Herbrand-Modell fiir P:
Herbrand-Interpretation /| C Up mit | € Mod(P)
(Belegung = charakteristische Funktion)

Beispiel: P ={p — q,—~q — r,—r — q,p}
» Herbrand-Universum Up = {p, q, r}
(eine mogliche) Herbrand-Interpretation: [ = {p, r}
{p,q,r},{p, g} sind Herbrand-Modelle fiir P
{q, r}, 0 sind keine Herbrand-Modelle fiir P

>
>
>
» Mody(P) = {{p,q,r},{p,q}} darunter {p, g} minimal
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SchlieBen aus Regeln mit negativen Bedingungen
Regel der Form py A=+ A pp, Ag1 A+ A gm; — h mit

» positiven Bedingungen p1,..., pn
» negativen Bedingungen q1,...,qm

ist in der Faktenmenge M genau dann anwendbar, wenn

MEw (Pt A Apa A=qu A Adm)
also
> {p1,...,pn} €M und
> {g1,- ., qm}NM=10

Vorwartsverkettung ist auch fiir Wissensbasen mit Regeln mit
(schwacher) Negation moglich.
Ein-Schritt-Konsequenzoperator Tp : 2Atom(P) _ 2Atom(P) definiert durch

Te(M) = {h|b—he Pund My b}

— h‘ ((pl/\"'/\Pn/\ﬁQI/\"'/\ﬁqm)—>h)EP
und {p1,...,pn} S Mund {q1,....qm} "M=10

(Definition von Tp fiir Hornklausel-Programme P ist Spezialfall)
181



Nichtmonotones SchlieBen
Problem beim SchlieBen mit Regeln mit negativen Bedingungen:
» Als falsch angenommene Voraussetzungen kdnnen sich spater im
Laufe der Fixpunkt-Berechnung als wahr herausstellen.
» Voraussetzungen friiher angewendeter Regeln gelten damit evtl.
nicht mehr.

Fiir Programme mit Regeln mit negativen Voraussetzungen sind
» der Ein-Schritt-Konsequenzoperator Tp und
» der Konsequenzoperator T/

i.A. nicht monoton.

Beispiele:

> P={-p—q,—qg—p}
T8(0) =0, T3(0) = {p,q}, T3(0) = Te({p.q}) =0....
T8 hat keinen Fixpunkt (Oszillation zwischen () und {p, q})
T#(0) = {p, q} ist kein Fixpunkt fiir Tp (aber fiir T2)
> P = PU{p)
To/(0) =0,T3.(0) = {p,q}, T2.(0) = Te({p.a}) = {p} = T2.(9)
Tp: hat Fixpunkt {p} # {p,q} = T5.(D)
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Auswahl intuitiver Modelle
WH: fiir definite logische Programme (Horn-Klausel-Programme):
> existiert (eindeutiges) kleinstes H-Modell min Mod(P) fiir P
» gilt: min Mod(P) = (| Mod(P)
= T5(0) = kleinster Fixpunkt von Tp
Beispiele: P ={p — q}, P ={p — q,p}
min Mod(P) ist das eindeutige intuitive Modell

intuitiver Folgerungsbegriff:
Aussage a folgt aus P gdw. a € min Mod(P)

fiir normal logische Programme:
> existiert i.A. kein kleinstes Modell fiir P
» hat Tp i.A. keinen kleinsten Fixpunkt

» sind die Fixpunkte von Tp gute Kandidaten fiir intuitive
Modelle
Beispiel: P = {-p — q}
Was soll P |= ¢ bei mehreren (intuitiven) Modellen bedeuten?
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Eigenschaften intuitiver Modelle

Eigenschaften von Interpretationen / des logischen Programmes P:

abgeschlossen unter P:
fiir jede Regelinstanz B — h aus P gilt:
falls /| = B, dann he |

begriindet: fiir jedes p € | existiert eine Ableitung (Begriindung)
fir pin /

Eigenschaften von Modellen [/ eines logischen Programmes P:
minimal: falls J C | und J € Mod(P), dann gilt J =/

Intuitive Modelle: (minimale) Modelle fiir P, die begriindet und
unter P abgeschlossen sind.
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Intuitive Folgerungen aus normal logischen Programmen
WH: Fiir definite Programme P existiert ein eindeutiges intuitives
Modell, namlich das (eindeutige) kleinste Herbrand-Modell M von P
damit definiert: Atom a folgt genau dann aus P (P =4 a), wenn a € M.
Problem: Normal logische Programme P haben i.A.
kein kleinstes Herbrand-Modell, sondern eine (evtl. leere) Menge
intuitiver Modelle.
Beispiel: P = {-p — q,~q — p} mit Mod(P) = {{p},{q}. {p,q}},
darunter intuitive (minimale) Modelle Mod;(P) = {{p}, {q}}

Zwei prominente intuitive Folgerungsbegriffe aus Menge Mod;(P)
mehrerer intuitiver Modelle von P: Atom / Formel ¢ folgt aus P

leichtgldubig (credulous, P . )
gdw. IM € Mod;(P): M E ¢
mit P aus Beispiel oben:

PEcp, PEcq, PEcpVag, abernicht PE.pAg
skeptisch (P =5 ¢)

gdw. VM € Mod;(P): M = ¢

mit P aus Beispiel oben:

P s p, P s g, aber Pl=s pV g
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Statistische Verfahren in der Kl

(soft computing)

Einsatz zum L&sen von Problemen,
P die unvollstindig beschrieben sind
P die keine eindeutige Losung haben
> fiir die keine effizienten exakten Algorithmen bekannt sind

einige Ansatze:
» Fuzzy-Logik, probabilistisches SchlieBen
» Maschinelles Lernen
» Kiinstliche neuronale Netze
» Evolutiondre Algorithmen
>

Schwarm-Intelligenz



(Natiirliches und ) Maschinelles Lernen
(Schrittweise) Anderung eines Systems (Verfahrens zur
Problemldsung), so dass es bei der zukiinftigen Anwendung
dasselbe oder dhnliche Probleme besser 16st.
» Aufgaben (Problem): Menge von Eingaben
» Aufgabeninstanz: Eingabe
» Losung der Instanz: Ausgabe
» Bewertung der Losung: Zuordnung Lésung — Giite
Schritte bei der Losung von Aufgabeninstanzen mit Lerneffekt:
Schiiler (System) fiihrt wiederholt aus:
1. verwendet ein Losungsverfahren V fiir diese Aufgabe
2. bestimmt eine Losung | der gegebenen Aufgabeninstanz
3. bestimmt (oder erfihrt) eine Bewertung dieser Losung /
4. modifiziert das Losungsverfahren V zu V’, um (in Zukunft)
Losungen mit besseren Bewertungen zu finden
5. wendet im nichsten Schritt zur Lésung dieser Aufgabe das
Losungsverfahren V'’ an
Lernen: Schritte 3 und 4
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Lernverfahren

Lernen durch

| 4

»
| 2
>
| 2

v

Auswendiglernen (gegebener Beispiele)
Nachahmen

Anleitung (Anweisungen)

logische Ableitung neuer Lésungsverfahren

Analogie (zu gegebenen Beispielen)
anhand Ahnlichkeit

Erfahrung (durch gegebene Beispiele)
Fahigkeit zur Verallgemeinerung

Probieren und Beobachten
(Erzeugen eigener Beispiele)

nach Art des Lernenden:

>
>

natiirliches Lernen

maschinelles (kiinstliches) Lernen
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Lernen durch gegebene Beispiele

nach der zum Lernen verwendbaren Information:

iiberwachtes Lernen (supervised learning)

korrigierendes Lernen (corrective learning)
bestarkendes Lernen (reinforcement learning)

uniiberwachtes Lernen (unsupervised learning)

gewiinschte Eigenschaften des Loseverfahrens:

> Korrektheit
der Losungen fiir die gegebenen Beispiele

» Generalisierung
»sinnvolle” Lésungen fiir 3hnliche Aufgaben
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Korrigierendes Lernen

Trainingsmenge: Menge von Paaren (Eingabe, Ausgabe)
(partielle Funktion an Stiitzstellen)

Lernziel: (moglichst einfache) Funktion, die an den
Stiitzstellen mit der Trainingsmenge iibereinstimmt
Riickmeldung: Trainer sagt nach jedem Lernschritt die korrekte
Ausgabe.

Prinzip: Lernen durch Nachahmen (mit Korrektur)

Anwendung z.B. bei

» Klassizierung (Zuordnung von Objekten / Fallen zu Klassen,
abhingig von den Merkmalen der Objekte)
z.B. Zuordnung Sensorwerte — Alarmklasse
Trainingsmenge ist
Menge von Paaren (Objekteigenschaften, Klasse)

P Lernen von Funktionen: Trainingsmenge ist
Menge von Paaren (Parameter, Funktionswert)
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Bestarkendes Lernen (reinforcement learning)

Trainingsmenge: Menge von Paaren (Eingabe, Erfolg € {ja, nein})
Lernziel: (moglichst einfache) Funktion, die den Stiitzstellen
korrekte Werte zuordnet
Riickmeldung: Trainer sagt nach jedem Lernschritt, ob die
Ausgabe korrekt war.
Idee: Lernen durch Probieren
Anwendung z.B. bei
> Klassifizierung: Trainingsmenge ist
Menge von Objekten (mit ihren Eigenschaften)
Bewertung der Losung: ja, falls Zuordnung zur korrekten
Klasse, sonst nein
» Lernen von Planen (Anlagestrategien, Bewegungsablaufe usw.)
z.B. Steuern eines autonomen Fahrzeuges
Trainingsmenge: Strecke(n),
Folge von Paaren (Sensordaten, Steuersignale)
Bewertung der Loésung: ja, falls Plan zum Erfolg gefiihrt hat

(z.B. Fahrzeug fahrt > n km ohne Eingriff) , sonst nein
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Untiberwachtes Lernen

Trainingsmenge: Menge von Eingaben

Lernziel: ~ » Gruppierung dhnliche Muster
» oft auch topologisch sinnvolle Anordnung

Idee: Lernen ohne Trainer (ohne Riickmeldung)

Anwendung z.B. bei
» Entdecken von Strukturen

» Selbstorganisation von Objekten zu Gruppen
(mit gemeinsamen Merkmalen, typische Vertreter)

» topologieerhaltende Abbildungen
(analog Natur: Korperteile — Gehirnregionen)

» Assoziation (z.B. in Schrifterkennung)
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Neuronale Netze

Neuron — Nerv (griechisch)

Modellierung und Simulation der Strukturen und Mechanismen im

Nervensystem von Lebewesen

Biologisches Vorbild

Mathematisches Modell

Nervenzellen (Neuronen)

kiinstliche Neuronen

Struktur (eines Teiles) eines
Nervensystems

kiinstliche neuronale Netze (KNN)
unterschiedlicher Struktur

Aktivierung von Neuronen,
Reiziibertragung

kiinstlichen Neuronen zugeordnete
Funktionen

Anpassung (Lernen)

Anderungen verschiedener Parameter
des KNN

193



Naturliche Neuronen

ZNS besteht aus miteinander verbundenen Nervenzellen
(Neuronen)

Struktur eines Neurons:
> Zellkorper
» Dendriten
» Synapsen (verstdrkende, hemmende)
> Axon
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Naturliche Neuronen — Funktionsweise

Informationsiibertragung durch elektrochemische Vorgéange:

>
>

>

>

aktivierte Zelle setzt an Synapsen Neurotransmitter frei,

Neurotransmitter andern die Durchldssigkeit der Zellmembran
fiir lonen an den Dendriten der empfangenden Zelle,
Potential innerhalb der empfangenden Zelle andert sich durch
diffundierende lonen,

tiberschreitet die Summe der an allen Synapsen entstandenen
Potentiale (Gesamtpotential) der Zelle einen Schwellwert,
entsteht ein Aktionsspotential (Zelle feuert),

Aktionspotential (Spannungsspitze) durchquert das Axon
(Nervenfaser) zu den Synapsen zu Nachbarzellen,

aktivierte Zelle setzt an Synapsen Neurotransmitter frei, usw.

Starke der Information durch Haufigkeit der Spannungsspitzen
(Frequenzmodulation).
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Eigenschaften natiirlicher neuronaler Netze

P geringe Taktrate 1073 s
> parallele Arbeit sehr vieler (1011) Neuronen

> Neuronen sehr stark miteinander vernetzt
(ca. 10 000 Nachbarn)

» Verarbeitungseinheit = Speicher

Vorteile:

» hohe Arbeitsgeschwindigkeit durch Parallelitat,

» Funktionsfahigkeit auch nach Ausfall von Teilen des Netzes,
» Lernfihigkeit,
>

Moglichkeit zur Generalisierung

Ziel: Nutzung dieser Vorteile zum Probleml&sen
durch Wissensreprasentation als kiinstliche neuronale Netze
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Naturliche Neuronen — Lernen

Speicherung von Informationen durch Anpassung der
Durchlassigkeit (Leitfahigkeit) der Synapsen
» Regel von Hebb (1949):
Synapsen zwischen gleichzeitig aktiven Zellen werden immer
durchl3ssiger (Reizschwelle wird verringert),
Verbindung an dieser Synapse wird starker

» lange nicht benutzte Synapsen verlieren mit der Zeit ihre
Durchl3ssigkeit
Verbindung an dieser Synapse wird schwicher.
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Anwendungen kiinstlicher neuronaler Netze

Anwendungsgebiete:

>

vVvYvyVvyVvyy

Bildverarbeitung, z.B.

» Objekterkennung
» Szenenerkennung
» Schrifterkennung
» Kantenerkennung

Medizin, z.B. Auswertung von Bildern, Langzeit-EKGs
automatische Spracherkennung

Sicherheit, z.B. Biometrische Identifizierung

Wirtschaft, z.B. Aktienprognosen, Kreditrisikoabschatzung
Robotik, z.B. Lernen vom Bewegungsablaufen

Steuerung autonomer Fahrzeuge
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Geschichte kiinstlicher neuronaler Netze

>

>
>

VVYVYVVYVVYVYVYVVYVYYY

1943, Warren McCulloch, Walter Pitts:

A logical calculus of the ideas immanent in nervous activity

1949, Hebb: The organization of behaviour (Lernmodell)

1957 Frank Rosenblatt: Perzeptron (1 Schicht)

erster Neurocomputer MARK 1

(Ziffernerkennung in 20 x 20-Bildsensor)

1969, Marvin Minsky, Seymour Papert: Perceptrons

1971 Perzeptron mit 8 Schichten

1974 Backpropagation (Erfindung)

1975 / 1983, Fukushima: Cognitron, Neocognitron (Faltungsnetze)
1982, Teuvo Kohonen: selbstorganisierene Karten

1982, John Hopfield: Hopfield-Netze

1985, Backpropagation (Anwendung)

1997, long short-term memory (Erfindung)

2000, Begriff Deep Learning fiir KNN, Faltungsnetze (CNN)

2006, long short-term memory (Anwendung)

2009, verstarkt Training mit GPUs

2012, Wiederentdeckung Faltungsnetze

2017, AlphaGo, AlphaZero, ... 199



Kiinstliche Neuronen:
McCulloch-Pitts-Neuron ohne Hemmung

einfaches abstraktes Neuronenmodell von
McCulloch und Pitts, 1943

Aufbau eines kiinstlichen Neurons u (Tafel)

Eingabe: x=(x1,...,Xm,) € {0,1}™  (ankommende Reize)
Schwellwert: 6, € R (Reizschwelle)
Ausgabe: f(x1,...,%xm,) € {0,1} (weitergegebener Reiz)

Parameter eines McCulloch-Pitts-Neurons v ohne Hemmung:
» m,: Anzahl der (erregenden) Eingdnge
» 0,: Schwellwert
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McCulloch-Pitts-Neuron ohne Hemmung: Funktionen
Eingangsfunktion des Neurons u: /,: {0,1}™ — R mit

my
lu(x1, ..o Xm,) = ZX,'
i=1

(Summe aller erregenden Eingange des Neurons u)
Aktivierungsfunktion des Neurons u (abhéngig vom Schwellwert
0,): A R x R — {0,1} mit

1 fallsv >80,
AulBu, v) = { 0 sonst

(Stufenfunktion mit Stufe bei 6,,)
Ausgabefunktion des Neurons u: O,: {0,1} — {0,1} mit

Ou(v)=v

(Identitat)
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McCulloch-Pitts-Neuron ohne Hemmung: Berechnung

vom Neuron u berechnete Funktion: f,: {0,1}™ — {0,1} mit

fu(Xl,...,Xmu) = Ou(Au(emlu(Xla--'7Xmu)))

1 falls Y™ x; > 6,
0 sonst

m,-stellige Boolesche Funktion
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McCulloch-Pitts-Neuron ohne Hemmung: Beispiele
elementare Boolesche Funktionen V, A
mehrstellige V, A

Existiert zu jeder Booleschen Funktion f : {0,1}" — {0, 1} ein
McCulloch-Pitts-Neuron ohne Hemmung, welches f berechnet?

Nein, nur monotone Boolesche Funktionen,
z.B. = nicht

Warum?
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Geometrische Interpretation
Jedes McCulloch-Pitts-Neuron u mit m, Eingdngen teilt die Menge
{0,1}™ in zwei Teilmengen:

1) = {5 %m,) €0,13™ | f(x1y. ..y Xm,) = 1}

= {(Xl,... 7Xmu) € {0,1}’”” | ZU:X,' > HU}

i=1

£10) = {(x1,...,Xm,) € {0,1}™ | f(x1,...,Xm,) = 0}

= {(x,...,%m,) €{0,1}™ | Eu:x,- <04}

i=1

geometrische Interpretation als Teilrdume des R™
Grenze zwischen beiden Bereichen:

(my, — 1)-dimensionaler Teilraum Y7 x; = 6
parallele Schnitte (abhéngig von 0)
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Geometrische Interpretation: Beispiele

Beispiele:

» Neuron u mit m, = 2 Eingdngen und Schwellwert 6, = 1

1 fallsxg +x >1
fulxa, x2) = 0 sonst

Bereich der x1, xo-Ebene mit f,(x1,x2) = 1 ist die Halbebene
mit xo > 1 — x7.

x2 = g(x1) = 1 — xq ist eine lineare Trennfunktion zwischen
den Halbebenen mit f,(x1,x2) = 0 und f,(x1,x2) = 1.

» Neuron v mit m, = 3 Eingéngen und 6§, =1
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Linear trennbare Funktionen

Zwei Mengen A, B C IR" heiBen genau dann linear trennbar, wenn
eine lineare Funktion g : R” — R mit
g(x1,...,Xxn) = a0 + Y i, aixi existiert, so dass
> fiir alle (x1,...,xn) € Agilt g(x1,...,%x,) >0
> fiir alle (x1,...,xp) € B gilt g(x1,...,x,) <0
(eindeutig beschreiben durch n + 1-Tupel (ag, a1, ..., an) )

Eine Boolesche Funktion f : {0,1}" — {0,1} heiBt genau dann
linear trennbar, wenn die Mengen f~1(0) und £~1(1) linear
trennbar sind.

Beispiele: V, A, —ix1, x1 = x2, X1 A X2

Die Boolesche Funktion XOR ist nicht linear trennbar.
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McCulloch-Pitts-Neuron mit Hemmung

McCulloch-Pitts-Neuron v mit Hemmung:

Eingabewerte: x = (x1,...,%m,) € {0,1}™ erregend
y=W1---,ym,) € {0, 1}m hemmend

Schwellwert: 0, € R

Ausgabe: f(xt, - Xmys Y15+, Ymy) € {0,1}

Parameter eines McCulloch-Pitts-Neurons u (mit Hemmung):
» m,: Anzahl der erregenden Eingénge
» m/,;: Anzahl der hemmenden Einginge

» 0,: Schwellwert
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Funktionen bei hemmenden Eingangen
Eingangsfunktion des Neurons u: /, : {0,1}™+™ — R x R

Iu(Xla"'axmua_yla"')ym - ZXI)Z.VI

i=1 i=1

(Summe aller erregenden Eingange des Neurons u,
Summe aller hemmenden Eingénge des Neurons u)
Aktivierungsfunktion des Neurons u (abhéngig von 6,):
A,:Rx (R xR)— {0,1}

1 fallsx>#6,und y <0

A0 (xo) = {

0 sonst
(Stufenfunktion)
Ausgabefunktion des Neurons u: O,: {0,1} — {0,1} mit
Ou(v)=v

(Identitat)
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Berechnung bei hemmenden Eingadngen
Gesamtfunktion des Neurons u

fu(Xla ce Xmys Y1, aymf,) = OU(AU(eua IU(le s Xmys Y1 - aym{,)))

Jedes McCulloch-Pitts-Neuron u mit m, erregenden Eingdngen,
m/, hemmenden Eingdngen und Schwellwert 6, reprisentiert die
Boolesche Funktion f, : {0,1}™+m: — {0,1}:

falls -7 x; > 6,

fU(le"'7Xmu7y17"'7ym{,) = und Z,r'lill}/i <0
0 sonst

Beispiele mit Hemmung:
P elementare Boolesche Funktion: —
» komplexere Boolesche Funktionen, z.B.
X1 N\ —Xo
—x1 A\ Xo N\ X3,
(x1 V —x2 V —x3)
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Was bisher geschah

P biologisches Vorbild kiinstlicher Neuronen und kiinstlicher
neuronaler Netze

» biologische Lernvorgiange
» mathematisches Modell: McCulloch-Pitts-Neuron
» Boolesche Eingénge (erregend, hemmend)
> ein Boolescher Ausgang
» Eingangs- , Aktivierungs- und Ausgangsfunktion
» berechnet Boolesche Funktion
» geometrische Interpretation, Teilung des Raumes in zwei
Mengen
» linear trennbare Mengen / Boolesche Funktionen
» Analogie zu logischen Gattern

» McCulloch-Pitts-Neuron
ohne / mit (absolut) hemmenden Eingéngen
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McCulloch-Pitts-Netze

McCulloch-Pitts-Netz:

gerichteter Graph mit
» McCulloch-Pitts-Neuronen als Ecken und

» gerichteten Kanten zwischen Neuronen
zwei Arten: erregend, hemmend

Berechnung der Neuronen-Funktionen
(entsprechend Struktur des Netzes):

> parallel
> sequentiell

> rekursiv
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McCulloch-Pitts-Netze

Ein-Schicht-McCulloch-Pitts-Netz
parallele Schaltung mehrerer
Mc-Culloch-Pitts-Neuronen
reprasentiert Boolesche Funktionen mit mehreren
Ausgaben
Beispiel: Parallelschaltung von x; A =x» und —x3 A xo

Mehr-Schicht-McCulloch-Pitts-Netz
parallele und sequentielle Schaltung mehrerer
Mc-Culloch-Pitts-Neuronen
Beispiel: XOR

Analogie zu logischen Schaltkreisen

Jede Boolesche Funktion f: {0,1}" — {0,1} lasst sich durch ein
McCulloch-Pitts-Netz berechnen.

McCulloch-Pitts-Netz mit zwei Schichten geniigt
(analog DNF, CNF in Aussagenlogik)
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Modifikationen von McCulloch-Pitts-Neuronen

Durch Vervielfachung eines Einganges erhoht sich seine
Wirkung (sein Gewicht).

Vervielfachung (absolut) hemmender Einginge dndert die
berechnete Funktion nicht.

relative Hemmung:

hemmende Eingange verhindern das Feuern der Zelle nicht
vollig, sondern erschweren es (erhdhen den Schwellwert,
negatives Gewicht).

Absolute Hemmung lasst sich simulieren durch relative
Hemmung mit groBer Schwellwerterhéhung (auf Anzahl aller
erregenden Einginge +1).

Durch Einfiihrung von Gewichten wird Trennung in hemmende
und erregende Eingdnge iiberfliissig.
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Parameter kiinstlicher Neuronen

verschiedene kiinstliche Neuronenmodelle unterscheiden sich in:
» Anzahl Typen der Ein- und Ausgabewerte,
P zuldssige Gewichte an den Eingangskanten,

» Eingabe-, Ausgabe- und Aktivierungsfunktion

Jedes Neuron mit m Eingdngen reprasentiert eine Funktion von m
Eingabewerten
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Schwellwertneuronen

Idee: gewichtete Eingdnge
» zur Modellierung der Starke der synaptischen Bindung

> ermdglichen Lernen durch Anderung der Gewichte

Mathematisches Modell:
Schwellwertneuron (Perzeptron)

Eingabewerte: x=(x1,...,xm) € {0,1}™
Eingangsgewichte: w = (wy,...,wy,) € R™

Schwellwert: 0cR

Ausgabe: a(xi,...,xm) € 40,1} Aktivitat

Parameter eines Schwellwertneuronens u:
» m,: Anzahl der (erregenden) Einginge
» (wi,...,wny,) € R™: Eingangsgewichte
» 0,: Schwellwert
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Schwellwertneuronen: Funktionen
Eingangsfunktion des Neurons u (abhéngig von (wi, ..., wp,)):

L R™ x {0,1}™ — R mit
my
li(Wi, ooy Wiy, X1y v oy Xmy ) = Z W;X;
i=1

(gewichtete Summe aller Eingdnge des Neurons u)
Aktivierungsfunktion des Neurons u (abhangig von 6,):
AR xR — {0,1} mit

1 fallsv >80,
Au(Bu, v) = { 0 sonst

(Stufenfunktion)
Ausgabefunktion des Neurons u: O,: {0,1} — {0,1} mit

Ou(v)=v

(Identitat)
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Schwellwertneuronen: Berechnung

vom Neuron u berechnete Funktion: f,: {0,1}™ — {0,1} mit

fulxt, ooy xm,) = Ou(Au(Ou, lu(wi, ..., Wmy, X1,y Xm,)))
B 1 falls (w,x) > 6,
N { 0 sonst
Wiederholung:
Som 1 wixi = (w, x) Skalarprodukt
der Vektoren w = (wy, ..., w,) und x = (x1,...,Xp)

Jedes Schwellwertneuron u mit m, Eingdngen reprasentiert eine
Boolesche Funktion £, : {0,1}™ — {0,1}

Auch mit Schwellwertneuronen lassen sich nur linear trennbare
Boolesche Funktionen berechnen (XOR nicht).
Beispiele: V, A, —, ((x1 A (x3 V =x2) V (—x2 A x3)
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Schwellwertneuronen: geometrische Interpretation

Jedes Schwellwertneuron u mit m, Eingdngen teilt
die Menge {0,1}™ der Eingabevektoren (Punkte im R™)
in zwei Teilmengen (Teilrdume des R™):

1) = {(a,....xm,) € {0, 1™ | f(x1,...,xm,) =1}
= {(x1,..-,Xm,) €{0,1}™ | (w,x) > 6,}

£710) = {(x1,...,xm,) € {0,1}™ | f(x1,...,xm,) = 0}
= {(x1,...,xm,) € {0,1}™ | (w,x) < 0,}

Grenze: durch (w, x) = 6, beschriebene (m, — 1)-dimensionale
Hyperebene (Teilraum)
(parallele Schnitte)
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Schwellwert als Gewicht (Bias-Neuronen)

Neuron mit Schwellwert 6
Hinzufiigen eines zusatzlichen Eingangs xo (bias neuron)
mit Wert xo = 1 (konstant)

Gewicht des Einganges xp: wp = —0

n n
Z wix; > 60 gdw. Z wixi —60 >0
i=1 i=1

n
gdw. Z wix; > 0
i=0
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Uberwachtes Lernen einzelner Schwellwertneuronenn

Aufgabe: Konstruktion eines Schwellwertneurons zur
Berechnung einer Booleschen Funktion
f:{0,1}" — {0,1}
Trainingsmenge: Menge T von Paaren (x, t) aus
» Eingabevektoren x € {0,1}™ und
» Funktionswerten t = f(x) € {0,1}
(Werte der Funktion f an Stiitzstellen)

Struktur des Schwellwertneuronens: Schwellwertneuron mit m+ 1
Eingdngen (bias x)
und Eingangsgewichten (wp, ..., wn,) € R™*!
Idee: automatisches Lernen der Funktion durch
(wiederholte) Anderung der Gewichte

Lernziel: Gewichte (wg, ..., w},) € R™!, so dass das
Schwellwertneuron die Funktion f berechnet
(Korrektheit an Stiitzstellen)
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A-Regel
Idee: Lernen aus Fehlern (und deren Korrektur)

Delta-Regel:

Vie{0,....,m}:w =w;+Aw; mit Aw; =nx(t—y)

» Trainingswert t
» vom Netz berechneter Wert y
» Lernrate n € R (Grad der Verstdrkung der Verbindung)

korrigierendes Lernen,
(falls x; aktiv und y # t)

Beispiel: =, A, —
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A-Lernverfahren fiir Schwellwertneuronen

» Beginn mit zufilligen Eingangsgewichten (wo,...,w,) € R™
(Schwellwert als Gewicht),

> die folgenden Schritte so oft wiederholen, bis der Fehler
verschwindet (oder hinreichend klein ist):

1. Bestimmung der Schwellwertneuron-Ausgabe y fiir
Trainingspaar (x, t)

2. Bestimmung des Fehlers t — y der tatsdchlichen zur
gewiinschten Ausgabe vom Trainingsziel t
(als Funktion e(wyp, ..., wy) von den aktuellen Gewichten
WOy -« s W),

3. Bestimmung geeigneter Gewichtsanderungen Aw;

4. Zuordnung der neuen Gewichte w/ = w; + Aw;
zur Verringerung des (zukiinftigen) Fehlers
(e(wf, ..., w)) < e(wo,...,wy))



Online-Lernen und Batch-Lernen
Lernen durch schrittweise
1. Berechnung des Fehlers
2. Berechnung der notwendigen Gewichtsdanderungen
3. Anderung der Gewichte
Verfahren nach Zeitpunkt der Gewichtsanderung:

Online-Lernen Berechnung von Fehler und Gewichtsdifferenzen fiir
jedes Trainingsmuster,
Anderung der Gewichte sofort fiir jedes Trainingpaar

Batch-Lernen (Lernen in Epochen)
Epoche: Berechnung fiir jedes Paar der
Trainingsmenge
Berechnung von Fehler und Gewichtsdifferenzen fiir
die gesamte Trainingsmenge (z.B. Summe iiber alle
Trainingpaare)
Anderung der Gewichte erst nach einer ganzen
Epoche
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Konvergenz des Lernverfahrens

Konvergenzsatz:
Fiir jede Trainingsmenge

T C{(xD, ey vief1,...,n:xD e{0,1}™} A t1) € {0,1}},

fiir welche die Mengen

To={x|(x,0) € T}und T1 ={x | (x,1) € T}

linear trennbar sind,

terminieren sowohl Online- als auch Batch-Lernen eines
Schwellwertneuronens (passender Struktur) nach endlich vielen
Schritten.

Die vom so trainierten Schwellwertneuron berechnete Funktion
trennt die Mengen Ty und T7 voneinander.
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Netze aus Schwellwertneuronen

Ein-Schicht-Schwellwertneuronen-Netz
parallele Schaltung mehrerer Schwellwertneuronen
reprasentiert Boolesche Funktionen mit mehreren
Ausgaben
Beispiel: Parallelschaltung von x; A xo und —x3 A =

Mehr-Schicht-Schwellwertneuronen-Netz
parallele und sequentielle Schaltung mehrerer
Schwellwertneuronen

Jede Boolesche Funktion f : {0,1}" — {0, 1} lasst sich durch ein
Schwellwertneuronen-Netz berechnen.

Schwellwertneuronen-Netz mit zwei Schichten geniigt
(analog DNF, CNF in Aussagenlogik)
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Feed-Forward-Netze (FFN)

>

vV v vy

v

V=Ui_ VimitVi<je{l,...,n}:VinV;=10
Zerlegung der Menge der Neuronen in n disjunkte Schichten

Menge der Eingangsneuronen: V; (je ein Eingang)
Menge der Ausgangsneuronen: V,, (je ein Ausgang)
Neuronen aller anderen Schichten heiBen versteckte Neuronen

-1
E CUp—1 Vie X Vi
nur vorwartsgerichtete Kanten zwischen benachbarten Schichten

Gewichte bilden m x m-Matrix (mit m = Anzahl aller Neuronen)

» fiir FFN besteht die Gewichtsmatrix aus unabhangigen Blocken

FFN

Blocke sind die Gewichtsmatrizen zwischen den Schichten
als Berechnungsmodell:
parallele Berechnung (in den Neuronen einer Schicht)

sequentielle Berechnung (in miteinander verbundenen Neuronen
benachbarter Schichten)
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Perzeptron (historisch)
1958 Frank Rosenblatt, Idee: Modell der Netzhaut (Retina)
Aufbau des Perzeptrons:

1. Schicht (Eingabeschicht) : Menge S von Stimulus-Zellen
(Verteilung)

2. Schicht (Mittelschicht) : Menge A von Assoziations-Zellen
(Vorverarbeitung)

3. Schicht (Perzeptron-Schicht) : Menge R von Response-Zellen

Muster-Assoziator aus Schwellwertneuronen
(eigentliche Verarbeitung)

Verbindungen:

» zufallig zwischen Neuronen der Eingabeschicht und Neuronen der
Mittelschicht
feste Gewichte (zufllig)

» von jedem Neuron der Mittelschicht zu jedem Neuron der
Ausgabeschicht
trainierbare Gewichte

Jedes Ausgabeneuron teilt die Eingabemuster in zwei Klassen
(akzeptierte und nicht-akzeptierte)
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Ein-Schicht-FFN

» Abstraktion von der Eingabeschicht im historischen
Perzeptron-Modell

» nur Perzeptron-Schicht (Muster-Assoziator)

» Parallele Berechnung mehrerer kiinstlicher Neuronen
(hier Schwellwertneuronen)

Eingange: (x1,...,xm) € {0,1}7

Ausgange: (v1,...,yn) € {0,1}"
Gewichtsmatrix W € R™*"

Gesamtberechnung des Ein-Schicht-FFN f : {0,1}" — {0,1}" des
Neurons mit gewichteter Summe als Aktivierungsfunktion:

f(x1,- s Xm) = (V1,.-.,yn) mitVk e {1,...,n}:

1 falls 37, =xw; >0
Yk= 1 0 sonst

(Matrixmultiplikation)
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Ein-Schicht-FFN: Training mit A-Regel
liberwachtes Lernen
Trainingsmenge: Menge von Paaren (x, t) aus

> Eingabevektoren x € {0,1}" und

> gewiinschten Ausgabeverktoren t € {0,1}"
Lernen mit Delta-Regel fiir Ein-Schicht-FFN:

» Beginn mit zufdlligen Eingangsgewichten w;; € R,

> fiir jede Eingabe der Trainingsmenge (x, t):

1. Netz berechnet die Ausgabe y = xW,
2. Zuordnung neuer Gewichte W,-’J- durch Delta-Regel:

wi = wi + A(wy) mit Awy) = nxi(t — y))
» wiederholen, bis der Fehler klein genug ist.
Das Lernverfahren mit Delta-Regel konvergiert fiir
» jede linear trennbare Boolesche Funktion f und
» hinreichend kleine Lernquote n
in endliche vielen Schritten zu einem Ein-Schicht-FFN, welche die
Funktion f berechnet.
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Kiinstliche Neuronen mit reellen Ein- und Ausgangen

Parameter:
Eingange: X1y 3 Xm € R™
Eingangsgewichte wi,...,w, € R™
Ausgang: f((x,w)) e R

» Eingangsfunktion / : R™ — R
> Aktivierungsfunktion A: R — R
» Ausgabefunktion O : R — R

Gesamtberechnung f : R™ — R des Neurons:

f(x1,...,xm) = O(A(I(x1, ..., Xm)))
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Klassifikation durch Ein-Schicht-FFN

Klassifikation:
Zerlegung einer Menge M von Werten in (paarweise disjunkte) Klassen
{C, ..., Cy}, welche die Wertemenge vollstandig iiberdecken

UG=m (vi£j:GnG=0)
i=1

Klassifikation des R™ durch KNN:
> Einginge (x1,...,Xn) € R™

> Ausgange (y1,-.-,¥a) € {0,1}"
fiir jede Klasse C; ein Ausgabeneuron y;
Ausgang y; = 1 gdw. Eingabe (x1,...,xn) € G

tiberwachtes Training des Ein-Schicht-FFN:
> zufdllige Startgewichte
> schrittweise Modifikation der Gewichte zur Verringerung des Fehlers

Ein-Schicht-FFN erkennt nur linear trennbare Klassen
Problem: Wie trainiert man Mehr-Schicht-FFN?
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Auswahl durch Mehr-Schicht-FFN — Beispiel

Beispiel: Auswahl aller Punkte im Einheitsquadrat

B 1 falls0<x <1A0<x<1
“ 1 0 sonst

durch das 2-Schicht-FFN mit

» Eingdngen xi,xz und xo (bias)

> Ausgang y
> versteckten Neuronen z, ...,z und z (bias)
» Gewichte der ersten Schicht (zwischen (xg, x1,%2) und (z, ...
10 1 0
w,=| -1 1 00
00 -1 1

7 feuert gdw. xg — x1 > 0 gdw. x; < 1(= xp), 22 feuert gdw. x; > 0
z3 feuert gdw. xg — x > 0 gdw. xp < 1, z feuert gdw. x, >0

» Gewichte der zweiten Schicht (zwischen (zp, ..., z) und y):
Wy = (-7/2,1,1,1,1)7
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Gesamtmatrix des FFN — Beispiel

X1 X2 2 V4 ) Z3  Z4

X0

~7/2

0

0

0

X0

X1

X2

20
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Mehr-Schicht-FFN mit linearer Aktivierung

Netzeinginge: (X5 -y X)) €R™

Netzausginge: O, y,) €ER"

Neuronen (/ Schichten ): (2,...,2)) e R~ (Eingabeneuronen)
: (versteckte Neuronen)
(#,...,7,) € R¥ (Ausgabeneuronen)

Gewichtsmatrizen WU) € R5*k+ fiir jedes j € {0,...,/ —1}

lineare Aktivierungsfunktion /: R — R mit /(x) = mx
Ausgabe des Neurons z/ in Schicht j:

G—1

kj71
72 = (AU (xs e xi)) = m [ S wizf ™)
=1

Netzausgabe:

f(x1y- ey xm) =m'(x,... ,xm)W(O) RV AC m'(xq, ..., xm)W
mit W = WO ... Wl=1) (Matrixmultiplikation)
Jede Funktion, die von einem Mehr-Schicht-FFN mit linearer Aktivierung

berechnet wird, kann also auch durch ein Ein-Schicht-FFN mit linearer

Aktivierung berechnet werden.
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Berechnung der Gewichts-Verschiebungen in

Mehr-Schicht-FFN
Ziel:
Minimierung des Fehlers durch schrittweise Verschiebung des
Gewichtsvektors

Methode: Gradientenabstiegsverfahren

Verschiebung des Gewichtsvektors in Richtung des steilsten
Abstieges (entgegen dem steilsten Anstieg) der Fehlerfunktion (als
Funktion der Gewichte)

steilster Anstieg: Gradient (partielle Ableitungen)

Gradientenabstiegsverfahren fiihrt oft, aber nicht immer zu einem
geeigneten (globalen) Minimum der Fehlerkurve,
endet mitunter in lokalem Minimum

Voraussetzung: Fehlerfunktion ist differenzierbar

zur Anwendung in KNN: differenzierbare Aktivierungsfunktion



Sigmoide Aktivierungsfunktion

differenzierbare Approximation der Stufenfunktion:
sigmoide Funktion

-+ berall differenzierbar
Ableitung im Punkt x:

<00 = (1 +1efx)l TG ::X)2 N 1+1efx (1 - 1+1e*X> =0l = 56

in jedem Punkt eindeutige Abstiegsrichtung

- erreicht die Werte 0 und 1 nie,
Toleranzbereiche notwendig, so entstehen Ungenauigkeiten
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Lineare Aktivierungsfunktionen und RelLU
lineare Aktivierung: Vx € R: A(x) = mx +n

+ einfach (schnell) zu berechnen
iiberall differenzierbar
Ableitung: konstant m
in jedem Punkt x > 0 eindeutige Abstiegsrichtung

ReLU(Rectified Linear Units): ¥x € R : A(x) = max(0, x)

+ einfach (schnell) zu berechnen
fast iiberall differenzierbar
Ableitung: Stufenfunktion, 0 bei x < 0, 1 bei x > 0,
in jedem Punkt x > 0 eindeutige Abstiegsrichtung

- Problem: Ableitung nicht definiert bei x =0
(aber praktisch nicht relevant)
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Backpropagation in FFN
(Bryson, Ho 1969, Rummelhard, McClelland 1986)

Ziel: geeigntete Erweiterung des Lernens mit A-Regel auf
Mehr-Schicht-FFN

gesucht: geeignete Modifikation der Gewichte in allen Schichten des FFN
zur Verrringerung des Gesamtfehlers

Idee: Minimierung der Fehlerfunktion durch Gradientenabstiegs-Verfahren

» Betrachte jedes Gewicht w,, als Eingangsgewicht des Teilnetzes
zwischen Neuron v und Netz-Ausgidngen

» Netzeingabe in dieses Teilnetz ist w,, 0, mit Netzausgabe o, des
Neurons u

» partielle Ableitung aaTE = 0,0, mit Fehleranteil
5, =o,(1—0,) Ep w,p0p, Wobei p iiber alle direkten Nachfolger
von v lauft
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Backpropagation-Training

in jedem Schritt 2 Durchldufe des FFN:

Vorwarts-Schritt: Berechnung der Netzausgabe
Speichern der Netzausgabe o, in jedem Neuron u
Speichern der Ableitung der Netzausgabe o,(1 — o)
in jedem Neuron u

Riickwéarts-Schritt: Berechnung des Fehleranteils ,, jedes Neurons
aus den Fehleranteilen aller Nachfolger-Neuronen

0y = oy(1 —ou) Zp WyuOp,
Speichern der Fehleranteile §,, in jedem Neuron u

danach Anpassung aller Gewichte um Aw,, = —no,d,
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Backpropagation-Lernen fiir Mehr-Schicht-FFN

» Instanziierung aller Gewichte mit kleinen zufdlligen Werten

» BP-Verfahren fiir eine Epoche:

» BP-Verfahren fiir jedes Traingsmuster (x, t):

» Vorwirtsschritt (Ausgabe-Berechnung):
fiir jede Schicht s (Beginn bei Eingabeschicht):
Berechnung der Vektoren z(®) = /(y*~Y) und
y& = A(z®) = A(I(y'*V)) fiir jedes Neuron der Schicht s

» Riickwértsschritt (Gewichtsdifferenzen):
fiir die Ausgabeschicht k:
Berechnung des Vektors d¥) = (t — y)y (1 — ()
fiir jede Schicht s (Beginn bei letzter versteckter Schicht
k—1):
Berechnung des Vektors dj(s) =y(1- yj(s)) Z"m(:ll) dS ™ Wiy
fiir jedes Neuron j der Schicht s

> Aktualisierung aller Gewichte: WU(.S) = WIS'S) + T]CIJ-(S)}/I-(S)

danach weiter mit nichstem Trainingsmuster (x', ")
danach weiter mit nachster Epoche

» Ende, falls erreichte Anderung des Fehlers klein (unter einer
Schranke)
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Backpropagation-Lernen mit Tragheit

zur Vermeidung von
» Oszillationen in ,,Schluchten” und

» Abbremsen auf Plateaus

W (s) . =(1+ a)w(s) + nd(s) (s)

mit Tragheit «
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Anwendung von FFN mit Backpropagation

KNN zur Muster-Klassifikation

Klassifikation von Eingabemustern, z.B.

>

>
>
>

v

optische Zeichenerkennung
(z.B. Buchstaben, abstrahiert von Schriftart)

Erkennung akustischer Signale (z.B. Stimmen)
englische Ausspracheregeln (NETTALK)

Datenkompression (Eingabe = Ausgabe, Code in der
versteckten Schicht)

Vertrauenswiirdigkeit von Bankkunden (Risikoklassen)
Vorhersage (Wetter, Aktienkurse)

bisher: Boolesche Funktionen
(Klassifikation von Eingabevektoren nach
Ausgabe-Wahrheitswerten)
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Qualitat von BP-Netzen

gute Generalisierung:
KNN klassifiziert die meisten neuen Eingabemuster einer
Testdatenmenge (nicht aus der Trainingsmenge) richtig
abstrahiert von kleinen Abweichungen
abhingig von

» Netzarchitektur (nicht zu viele versteckte Neuronen)

» Auswahl der Trainingsmenge

Problem:
ibertrainierte Netze kennen die Trainingsmenge ,,auswendig”
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Was bisher geschah

» Maschinelles Lernen

>

>

tiberwacht

> korrigierend
> bestirkend

uniiberwacht

» Kiinstliche Neuronale Netze

>
>

\4

biologisches Vorbild neuronaler Netze und Lernvorgdnge darin
kiinstliche Neuronen

z.B. McCulloch-Pitts-Neuron, Schwellwertneuron

Eingangs-, Aktivierungs-, Ausgangsfunktion

Lernen kiinstlicher Neuronen (A-Regel, iiberwacht)
Feed-Forward-Netze (Ein-Schicht-, Mehr-Schicht-)
gerichteter Graph mit Kantengewichten (Matrix)
Anwendungen kiinstlicher neuronaler Netze
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WH: Feed-Forward-Netze

Topologie: gerichteter Graph,
Knoten (Neuronen)
angeordnet in einer oder mehrere Schichten
{0,..., Kk},
Kanten je nur von Knoten in Schicht i zu Knoten in
Schicht 7 + 1 (mitunter auch zu j > /)
Eingabe: Eingdnge der Neuronen in Schicht 0
Ausgabe: Ausginge der Neuronen in Schicht k
Aktivierung: lineare, Stufen-, sigmoide Funktionen, RELU

Lernen:  » Ein-Schicht-FFN: A-Regel
» Mehr-Schicht-FFN: Backpropagation
(Gradientenabstieg der Fehlerfunktion)
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Hybride Netze

Idee: Kombination verschiedenartiger Neuronen

Beispiel:

Perzeptron (1958): 2-Schicht-FFN mit

Mittelschicht : Schwellwert-Neuronen mit zufalligen Verbindungen
mit zufilligen Gewichten von Eingabeschicht, kein
Trainig der Gewichte

Perzeptron-Schicht : Schwellwert-Neuronen, Training der Gewichte
(von Mittelschicht) mit A-Regel
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Radiale-Basisfunktions-Netze
Anwendung zur Klassifizierung von Mustern (Merkmalsvektoren)

Annahmen:
> Klassen haben Zentren (Schwerpunkte),

> alle Eingabevektoren nahe dazu gehdren zur selben Klasse

2-Schicht-FFN mit vollstandig verbundenen Schichten
» Eingaben x € R™
» Ausgaben y € R"

> eine versteckte Schicht A (mit / Neuronen)
enthalt oft mehr Neuronen als die Eingabeschicht

Neuronen der verschiedenen Schichten haben verschiedene
Aktivierungsfunktionen:

» versteckte Schicht: nichtlinear
» Ausgabeschicht: linear

Netz berechnet eine Funktion f : R™ — R"
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Versteckte Neuronen im RBF-Netz

Idee:

» Eingangsgewichte eines Neurons j der versteckten Schicht
interpretiert als Koordinaten eines Punktes
(Wij, ..., Wmj) € R™ (Zentrum einer Klasse)

» Eingangsfunktion /; : R™ — R des Neurons j berechnet
Abstand des Eingabevektors (xi, ..., Xy,) vom Zentrum
(le, ey ij) e R™

» Aktivierungfunktion: radiale Basisfunktion A; : R — R
nimmt gréBten Wert im Zentrum an
fallt mit wachsendem Abstand vom Zentrum

» das Neuron der versteckten Schicht am aktivsten, welches das
zum Eingabevektor nachste Zentrum reprasentiert
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WH: Abstandsfunktionen

(Eingabefunktionen der versteckten Neuronen im RBF-Netz)

Abstandsfunktion d : R>™ — R mit den Eigenschaften:
> Vx,y e R":d(x,y) =0gdw. x =y
> Vx,y € R™:d(x,y)=d(y,x) (kommutativ)

> Vx,y,z € R™:d(x,y) +d(y,z) > d(x,2)
(Dreiecksungleichung)

Beispiele: /(x1, ..., xm) = dk(x, wj) = />, (wy — x;)¥
> fiir k=2 1(x1,...,xm) = da(x, wj) = /D1 (Wi — x7)?
Euklidischer Abstand zwischen Eingangs- und Gewichtsvektor
> fir k=1: I(x1,...,xm) = di(x, wj) = D7 |wjj — xi
Manhattan-Metrik
> fiir k = oot I(x1,...,xm) = max{|w; — x| | i € {1,...,m}}
Maximum-Metrik

249



Radiale Funktionen

Radiale Funktion f : R>¢ — [0, 1] mit den folgenden
Eigenschaften:

» aus x < y folgt f(x) > f(y) (monoton fallend)
> f(0)=1
» limy_o0 f(x) = 0 (verschwindet im Grenzwert)

(féllt ausgehend vom Zentrum 0 in alle Richtungen)

Beispiele:
» Schwellwertfunktion (fallend)

0 fallsx>¥6
fo(x) = { 1 sonst

» linear f(x) = max(0,1 — mx)
> GauB-Funktion f.(x) = e~
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Ausgabeneuronen im RBF-Netz

v

Eingaben (von der versteckten Schicht): h € R/
Gewichte: W' € R'*"
Ausgaben: y € R”

vy

» Eingabefunktion: gewichtete Summe

> Aktivierungsfunktion: Schwellwertfunktion oder Identitat
(linear)
» Ausgabefunktion: Identitat

(Schwellwertneuronen, evtl. mit linearer Aktivierung)
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RBF-Netze: Beispiele

2-2-1-Netz fiir <> (Tafel):
Idee: x1 <> x2 = (x1 A x2) V =(x1 V x2)
» erste Schicht (RBF) Wi pl = Wop1 = 1, Wi = Wo pp = 0,
Eingabefunktionen:
» Maximum-Metrik
d((x1, x2), (w1, w2)) = max((w1 — x1), (w2 — x2))
» Euklidische Metrik
d'((x1, %), (w1, w2)) = /(w1 — x1)? + (w2 — x2)?
Aktivierung: radiale Funktionen
> r(x) = rma(x) =1, falls 1 —x < 1/2 (1/4), sonst 0
> /1 (x) = rry(x) = max(0,1 — x)) (max(0,1 — 2x))
» zweite Schicht: Gewichte wp, = wpo, = 1,

Eingabefunktion: gewichtete Summe
Aktivierungsfunktion:

» linear
» Schwellwertfunktion mit 6, =1
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RBF-Netze — weitere Anwendungen

RBF-Netze mit linearer Aktivierung der Neuronen in der
Ausgabeschicht

Approximation von Funktionen f : R — R durch
Linearkombination (gewichtete Summe) von radialen Funktionen,
z.B.

» stiickweise konstante Funktionen (Stufen)
» stiickweise lineare Funktionen
» GauB-Funktionen
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RBF-Netze — Lernen

tibliches Vorgehen: nacheinander

1. Gewichte der ersten Schicht

(Eingabe zu versteckten Neuronen):
Bestimmung der Anfangspunkte der Zentren, z.B.

» gleichmaBig iiberdeckend
» alle Trainingsmuster
» durch zufillige Auswahl von Trainingsmustern
» durch Clustering-Techniken,
z.B. uniiberwachtes Training (spater)
2. Gewichte der zweiten Schicht (zu Ausgabeneuronen):
direkte Berechnung oder liberwachtes Training
(z.B. A-Regel)
Bestimmung der Faktoren vor den Basisfunktionen
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Eigenschaften von RBF-Netzen

Vorteile:
» einfache Topologie
» schnelle Berechnung
» Netzausgabe auBerhalb der Trainingsmenge gering
» Gewichte kénnen direkt bestimmt werden (ohne Training)

Nachteile:
» Qualitdt der Approximation durch Lage der Zentren bestimmt

» Lernerfolg hdngt stark von der Start-Instanziierung der
Gewichte der ersten Schicht (Zentren) ab

» Auswendiglernen der Trainingsdaten
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Cognitron

Beobachtungen im visuellen System:
» sendet vorverarbeitete Signale an Gehirn

P heterogenes Netz: verschiedene Neurone haben verschiedene
Wirkungen (Funktionen)

» Neuronen derselben Schicht haben dieseslbe Funktion

» Verbindung benachbarter Neuronen
horizontale Zellen berechnen Mittelwert (der Helligkeit)
wirken hemmend auf Signale nahe beim Mittelwert

» 3hnlich Faltung in digitaler Bildverarbeitung (Tafel):

Funktionswert eines Pixels hdangt von Werten benachbarter
Pixel ab
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Multiskalen-Strategien

(alte) Idee aus der digitalen Bildverarbeitung / -erkennung
Ziel: Bildanalyse in verschieden GroBen (Auflésungsstufen)

» wenig aufwendige Untersuchung grober Strukturen

» feinere Untersuchung feiner Strukturen im Bild
Idee: Multiskalenraum (&hnlich menschlicher Wahrnehmung)
enthalt Originalbild By und weniger detaillierte Versionen By
Erzeugung der Multiskalen-Bilder (Pyramiden) (By, B, B, . . .)
durch wiederholte Ausfiihrung der Schrittfolge

1. Glattung (durch Tiefpass-Filter, z.B. GauB-Filter)

2. reduce: Komprimierung durch geringere Abtastrate,
z.B. GauB-Pyramide: Ldschen jeder zweiten Zeile und Spalte

3. expand: Umkehrung durch Interpolation (nicht verlustfrei)
zur Vergleichbarkeit der Bilder verschiedener Auflésungen

Laplace-Pyramide (redundanzarme Darstellung):
Schichten enthalten Differenz
zwischen Bild By und expand(reduce By)
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Neocognitron
Fukushima (1975):
Cognitron: A Self-Organizing Multilayered Neural Network Model
(1983) Neocognitron: A Neural Network Model for a Mechanism of
Visual Pattern Recognition
Motivation: Erkennung handschriftlicher Ziffern
Idee: Umsetzung der Multiskalen-Strategie als KNN
Aufbau Neocognitron:
» Eingabe-Schicht
» vier (oder mehr) versteckte Stufen aus je zwei Schichten:
1. Transformation in 12 Bilder (Ebenen)
Feature-Extraktion (Faltungen mit je einem 3 x 3-Kern)
Filterkerne durch Eingangsgewichte definiert (weight sharing)
Gewichte durch Trainingsmuster gelernt
2. Kombination mehrerer transformierter Bilder
z.B. punktweise gewichtete Summe, Max
Gewichte nicht trainiert
> Ausgabe nach letzter Kombinations-Schicht (Klassifikation)
» inkrementelles Lernen stufenweise von Ein- zu Ausgabeschicht

mehrere Varianten mit tiberwachtem und uniiberwachtem Lernen
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Prominente Aktivierungsfunktionen

| 4

>

Stufenfunktion A(X) = (x > 0),

sigmoide Funktion A(x) = 5=, A(x) = tanhx
(differenzierbare Approximation der Stufenfunktion)

» lineare Funktion A(x) = ax + b
» ReLU A(X) = max(0, x),
> analytische Funktion A(X) = log(1 + &%),

(differenzierbare ReLU-Approximation, softplus)

Radiale Basisfunktion A(x) = r(d(x, w)) mit
Eingabe(-vektor) x, Gewicht-(svektor) w (Zentrum), Abstand d,
radiale Funktion r : R>¢ — [0, 1]: monoton fallend, r(0) =1

» Faltungen

» Softmax (hdngt von mehreren Eingaben (xi,...,x,) ab

Alxi) = Z;ii €9

zur Klassifizierung in mehrere Klassen
(Wabhrscheinlichkeitsverteilung)
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Convolutional Neural Networks

z.B. Alex Krizhevsky, ..., 2012:
ImageNet Classification with Deep Convolutional Neural Networks
prinzipieller Aufbau:

» Eingabe-Schicht
» Versteckte Stufen aus je mehreren Schichten
» Faltungs-Schicht (Feature-Maps)
alle Gewichte gleich
> evtl. ReLU-Schicht (nichtlinear)
> gelegentlich Subsampling-Schicht (Pooling)

mehrfache Wiederholung (deep), evtl. in verschiedenen
Reihenfolgen

» evtl. klassische Schichten mit vollstandigen Verbindungen
zwischen benachbarten Schichten

» Ausgabe-Schicht

inzwischen auch komplexere Konstruktionen, z.B.

» AlexNet (Dropout-Schichten)

» GoogleNet (Inception)

» ResNet (skip connections)
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CNN-Schichten

aktuelle CNNs bestehen im Wesentlichen aus mehrfacher
Wiederholung folgender Schichten:

» Faltung (convolutional)
» Auswahl (pooling, meist Durchschnitt oder Max)
» vollstandig verbunden (fully connected, FC)
» Normalisierung (batch normalization, BN)
» softmax (Wahrscheinlichkeitsverteilung)
CNNs unterscheiden sich in
» Reihenfolge der Schichten
» Anzahl der Schichten / Wiederholungen

P spezielle topologische Merkmale,
z.B. Vorwartskanten, die Schichten iiberspringen
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CNN — prominente Beispiele

» VGG16, ImageNet-Datenbank (seit 2010):

» < 15-10° annotierte Bilder
> < 10-10% Klassen

ImageNet Large-Scale Visual Recognition Challenge
(ILSVRC, seit 2010), Gewinner 2014: VGG16

» Nachcolorierung: Eingabe Grauwertbild, Ausgabe Farbbild
https://richzhang.github.io/colorization (2016)

» SegNet (2015), Aufgabe: semantische Segmentierung
(Jeder Bildposition wird Bedeutung zugeordnet)
Eingabe und Ausgabe: Bild derselben GroBe,

Farben des Ausgabebildes sind Klassen
Idee: Verkniipfung VGG16 mit , gespiegelter” Version
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https://richzhang.github.io/colorization

CNN-Lernen

Uberwachtes Lernen durch Backpropagation
(angepasste Verfahren fiir jeden Schicht-/ Neuronentyp)

Trainieren von CNN ist i.A. sehr aufwendig (Zeit, Daten)
deshalb haufig auch Nutzung vortrainierter Netze

Idee:
» Ausgangspunkt: Netz, welches schon auf allgemeine Daten
trainiert wurde
z.B. Klassifikation, Segmentierung

» Training auf spezielle Aufgabe anhand spezieller Datensatze
z.B. andere bzw. feinere Klassen
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CNN-Lernen

Uberwachtes Lernen durch Backpropagation
(angepasste Verfahren fiir jeden Schicht-/ Neuronentyp)

Nutzung vortrainierter Netze zur
Beschleunigung des Trainingsprozesses

Idee:

» Ausgangspunkt: Netz, welches schon auf allgemeine Daten
trainiert wurde
z.B. Klassifikation, Segmentierung

» Training auf spezielle Aufgabe
z.B. andere bzw. feinere Klassen
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Rekurrente Netze

Idee: direkte Abhangigkeit von Eingaben in vorangegangenen
Schichten

Topologie: Graphen mit Riickwartskanten, ggf. Kontextneuronen
zum Speichern von Zwischenwerten

Aktivierung wie bisher, abhangig vom Neuronentyp

Lernen: z.B. bei FFN mit Riickwartskanten:
Vorwirtskanten in der , Entwirrung" (mehrere
verbundene Kopien, fiir jeden Zeitschritt eine) des
Netzes trainieren (Backpropagation through time)
Gewichte der Riickwértskanten meist fix

Besonderheit: Zeitschritte definieren Zustande des Netzes
Zustand: Zuordnung Neuron — R (Aktivierung)
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Rekurrente Netze — Beispiel

zwei McCulloch-Pitts-Neuronen u, v

Eingang x € {0,1}

Ausgang y € {0,1}

erregende Kanten: (x, u), (x,v), (u, u), (u,v),(v,y)

vVvYyyvyy

hemmende Kanten (v, v), (v, u) (Eingabe 1 verhindert
Aktivierung)

Schwellwerte 0, =1, 6, = 2

v

Satz: Zu jedem NFA existiert ein rekurrentes Netz mit
McCulloch-Pitts-Neuronen, welches dieselben Zustandsiibergdnge
simuliert.

266



Assoziativspeicher

Ziel: Musterassoziation
(Training mit endlich vielen Musterpaaren)

Generalisierung:

» Aus Zuordnung: Muster x — Muster y
folgt fiir jedes zu x dhnliche Muster x’ die
Zuordnung: Muster x’ — Muster y.

» Ziel: sinnvolle Zuordnung , verrauschter” oder unvollstandiger
Eingabemuster
Netztypen:

heteroassoziativ Eingabemuster x € R,

Ausgabemuster y € R"
Mustererkennung Spezialfall heteroassoziativer Netze

assoziiert Muster mit ldentifikator, z.B. fiir Klasse
autoassoziativ Spezialfall heteroassoziativer Netze

Ein- und Ausgabemuster x € R™ (prinizipiell) gleich
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Heteroassoziativer Speicher

Topologie: vollstandig verbundenes Ein-Schicht-FFN,
Eingdnge x € R™, Ausginge y € R",
alles Schwellwertneuronen, Gewichtsmatrix W € R™*"

Aktivierung: Signum = Stufenfunktion

-1 fallsx<0
A(x) =sgn(x)¢ 0 fallsx=0
1 sonst

Berechnung der Gewichte: Methode der kleinsten Quadrate =
Minimierung von

Berechnung der Eingangsfunktion analog Ein-Schicht-FFN:
Wi . Win

(X1 oy Xm) = (X1, -« y Xm)

Wmi .. Wmp

dasselbe kiirzer: /(x) = xW



Heteroassoziativer Speicher: Beispiel

Berechnung fiir 3-2-Netz mit Gewichtsmatrix W:

-1 1
W = 1 -1
-1 1
Eingabe x = (1,-1,1)
Berechnung:
-1 1
sgn(xW) =sgn | (1,-1,1) 1 -1 =sgn(—3,3) — (-1,1)
-1 1

Ausgabe y = (—1,1)
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Heteroassoziativer Speicher: Training

Idee: Lernen aus gleichzeitiger Aktivitat (Hebb)

biologisches Vorbild: Synapsen zwischen gleichzeitig aktiven
Neuronen (x; und y) werden verstarkt (synaptische Plastizitat)

Trainingsmenge {(x(),y())|i e {1,...,k}} (Bipolarvektoren)
Ziel Gewichtsmatrix W, so dass fiir jedes Trainingspaar
(x, y() gilt: mit sgn(x(DW) =y
(komponentenweise)
Startgewichte alle wj; =0
Lernregel von Hebb Aw;j; = 7x;y;, hier mit Lernrate n = 1

Training : Gewichtsbestimmung Awy; = xxy;
je Trainigspaar (x,y) einmal
(W ist Korrelationsmatrix von x und y)

Alternative zum Training: direkte Berechnung der Gewichte
(z.B. mit Methode der kleinsten Quadrate)
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Bidirektionaler Assoziativspeicher (BAM)

(heteroassoziativer Speicher von Musterpaaren)

Netz-Topologie:

>

>
>
>

v

Eingangsschicht, Ausgangsschicht, keine versteckten Neuronen
Eingdnge x € {—1,1}"

Ausginge y € {—1,1}"

vollstandige symmetrische Verbindungen zwischen jedem

Eingangs- und jedem Ausgangsneuron
(ungerichteter vollstandiger bipartiter Graph Kp, )

Gewichte an jeder Kante (fiir beide Richtungen gleich)
Gewichte in Gewichtsmatrix W € R™*"

Eingangsfunktion: gewichtete Summe
Aktivierung: Signum
Ausgangsfunktion: Identitat
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BAM: Berechnung und Training

(wie im heteroassoziativen Speicher)
iiberwachtes Lernen
Trainingsmenge {(x(), y()) | ie {1,...,k}}
Eingabe : Startzustand (initiale Zustande der
Eingangsneuronen x € {—1,1}™)
Lernregel von Hebb: Awj; = nx;y; mit n =1
Berechnung : Folge von Schritten (Zustandsiibergéngen),

» synchron oder

> abwechselnd
fiir beide Neuronenschichten:
Aktualisierung: Neuberechnung der Aktivierung der
anderen Schicht
wiederholen, bis stabiler Zustand erreicht (Fixpunkt)
oder Abbruch ausgelost wird

Ausgabe : Zustand der Ausgangsneuronen des stabilen Netzes
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BAM: Beispiel

ein Trainingspaar (x,y) mit
x=(1,-1,1)und y =(-1,1)

Gewichtsmatrix W':

-1 1
W= 1 -1
-1 1
Berechnung:
-1 1
sgn(xW) =sgn | (1,-1,1) 1 -1 =sgn(—3,3)—~ (-1,1) =y
-1 1
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BAM: Training
(wie heteroassoziativer Speicher)

» fiir ein zu speicherndes Musterpaar
xe{-1L1}"ye{-1,1}" W=xTy
(Korrelationsmatrix von x und y)

» fiir mehrere zu speichernde Musterpaare
(xD,y@), . (x0, y ().

Fiir alle k Trainingsmuster gleichzeitig:

> Eingabemuster X € {—1,1}kxm
Ausgabemuster Y € {—1,1}kxn
XXT € {—1,1}*¥k (alle Eintrige positiv)
sgn(Y) = sgn(XXTY) € {—1,1}kxn

>
>
>
> sgn(Y) =sgn(XW) € {—1,1}*" mit W = XTY
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Modul Grundlagen der Kiinstlichen Intelligenz — SS 2021

Die Studierenden kennen Grundlagen und praktische Anwendungen
der Wissensverarbeitung und der Kiinstlichen Intelligenz.

Sie kénnen basierend auf den Kenntnissen zu ausgewé&hlten Formen
der Darstellung von Wissen und zu Problemldsungsverfahren
einfache Probleme aus dem Bereich der Kiinstlichen Intelligenz
analysieren und |6sen.
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Lehrinhalte im Sommersemester 2021

vVvyvyVvVvYyypy

Einteilung symbolische / statistische Kl
Zustandsiibergangssysteme, Planen
Heuristische Suche

logische Programmierung
Nichtmonotones SchlieBen (Ausblick)

Kiinstliche neuronale Netze

(symb)
(symb /stat)
(symb)
(symb)
(stat)
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Priifung

» Priifung (laut Modulbeschreibung: Klausur 90 min)
Montag, 26.07.2021 um 8:00-9:30 in G329 (und evtl. G119)
> Inhalt:
> Vorlesungsinhalt
> Ubungsaufgaben
> Aufgabentypen wie Ubungsaufgaben
» Priifungsvorleistung Beleg (PVB):
» > 2 MLV-Punkte und
» > 5 Punkte fiir Pflichtaufgaben im Autotool
» zur Priifung (ausschlieBlich) zuléssiges Hilfsmittel:
A4-Blatt (beidseitig) handbeschrieben
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Hygienevorschriften zur Priifung
aktuelle Informationen zum Hygienekonzept der HTWK
https://www.htwk-1leipzig.de/hochschule/aktuelles/coronavirus/hygienekonzept-der-htwk-leipzig
speziell zu Priifungen:
https://www.htwk-leipzig.de/studieren/im-studium/pruefungen/
dort insbesondere: Mindeststandards fiir die Durchfiihrung schriftlicher
Prasenzpriifungen fiir Studierende
(derzeitige) Highlights:

» ab 20 Minuten vor Priifungsbeginn unter Einhaltung des
(euklidischen) Mindestabstands von 1,50 m in Gebiude und
Prifungsraum gehen

» Vor Betreten des Priifungsraumes QR-Code scannen
https://www.htwk-leipzig.de/dive/kontaktnachverfolgung

» Maske wahrend der gesamten Priifung auf

» Nachweis eines negativen qualifizierten Corona-Tests vorzulegen

» Formular gern ausgefiillt mitbringen, Unterschrift im Priifungsraum:
https://www.htwk-leipzig.de/fileadmin/portal/htwk/studieren/pruefungsplan/Formular_
Corona_Praesenzpruefung.pdf

» notfalls: Formular pandemiebedingter Priifungsriicktritt

https://wuw.htwk-leipzig.de/fileadmin/portal/htwk/studieren/download/Antrag_Corona_ 078
7


https://www.htwk-leipzig.de/hochschule/aktuelles/coronavirus/hygienekonzept-der-htwk-leipzig
https://www.htwk-leipzig.de/studieren/im-studium/pruefungen/
https://www.htwk-leipzig.de/dive/kontaktnachverfolgung
https://www.htwk-leipzig.de/fileadmin/portal/htwk/studieren/pruefungsplan/Formular_Corona_Praesenzpruefung.pdf
https://www.htwk-leipzig.de/fileadmin/portal/htwk/studieren/pruefungsplan/Formular_Corona_Praesenzpruefung.pdf
https://www.htwk-leipzig.de/fileadmin/portal/htwk/studieren/download/Antrag_Corona_Ruecktritt.pdf
https://www.htwk-leipzig.de/fileadmin/portal/htwk/studieren/download/Antrag_Corona_Ruecktritt.pdf

Daten, Wissen, Intelligenz

Umwelt Reize, Eindriicke
Agent Wahrnehmen, Beobachten Daten
Erkennen, Verstehen Information
Anwenden, Kénnen .
Wissen

Lernen

Verstehen, Reflektieren,
Begriinden, Erklaren,
Erkennen der Grenzen

Wissenserwerb (Intelligenz?)

Intelligenz
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Daten, Information, Wissen, Intelligenz

Daten

Information

Wissen

Darstellungsform (Syntax)
Zeichenketten, Bilder, Ton, ...

Bedeutung der Daten (Semantik)
in einem bestimmten Kontext

Information mit einem Nutzen,
tragt zur Lésung eines Problemes bei,
Nutzen abhingig von vorhandenem Kontextwissen

Wissenserwerb Erkennen der Grenzen

Intelligenz

des eigenen Wissens in verschiedenen Kontexten,
Ereweiterung durch

Fahigkeit zur Begriindung,

(vorherige) Einschitzen der Wirkung von Aktionen /
Interventionen

Reflexion, Retrospektive

Betrachtung alternativer ,, Welten"

(Was wire eingetreten, wenn im gegebenen Kontext eine
Eigenschaft nicht oder anders erfiillt gewesen wire?)
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Wissensverarbeitung

Verarbeitung von Wissen:
» Speichern und Abrufen
» Herleitung neuen Wissens

» sinnvolle Verwaltung von Erweiterungen

grundlegende Voraussetzung:
sinnvoller Formalismus zur (maschinell lesbaren) Reprasentation
von Wissen
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Wissensreprasentation und -verarbeitung

Repréasentation
Aussagenlogik
Pradikatenlogik

definites logisches Programm
(Prolog, Datalog)

normal logisches Programm
(mit Negation im Rumpf)

Zustandsgraph

(trainiertes) KNN

kreative Leistung

Verarbeitung
aussagenlogische Resolution
pradikatenlogische Resolution

(SLD-)Resolution, Prolog-Interpreter,
Konsequenzoperator

Konsequenzoperator

Suche (vollstindig oder heuristisch)
Anwendung der im KNN gespeicherten

Funktion auf fallspezifische Daten

Standardverfahren
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Themenbereiche

» Zustandsiibergangssysteme, Planen, Spiele
» Heuristische Suche
» Spielbdume
P aussagenlogische Reprasentationen
Entscheidungsbaum, -tabelle, BDD
» logische Programme
> definite logische Programme
» normal logische Programme
» Prolog, Datalog
» Kiinstliche neuronale Netze

» kiinstliche Neuronen
> FFN

> rekurrent

» Assoziativspeicher

(symb)
(symb /stat)

(symb)

(symb)

(stat)
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Zustandsiibergangssysteme: Wissensreprasentation

Formalisierung des Wissens:
Problembeschreibung (Modellierung) durch
Zustandsgraphen:

» Knoten: Zustinde

> Kanten: zulissige Uberginge zwischen Zustinden

» ausgezeichnete Startzustinde

» Eigenschaften der Zielzustande
mogliche gewiinschte Losung:

» ein Zielzustand (bei definierten Zielbedingungen)

> alle Zielzusténde

> Zielzustinde mit guter Bewertung (Zusatzinformation)

» Pfade zu Zielzustinden (Pléne, Strategien)
Anwendungen, z.B.

> Verifikation

» kombinatorische Suchprobleme

» Planen

» Spielsituationen
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Zustandsiibergangssysteme: Wissensverarbeitung

Suchverfahren in Zustandsgraphen:

Tiefensuche (uninformiert)
Verwaltung entdeckter, aber noch nicht abgearbeiteter
Knoten in Stack

Breitensuche (uninformiert)
Verwaltung entdeckter, aber noch nicht abgearbeiteter
Knoten in Queue

heuristische Suche
zur Suche von L3sungen mit zusatzlichen
(Optimalitats-)Eigenschaften
oder zur Beschleunigung der Suche
Verwaltung entdeckter, aber noch nicht abgearbeiteter
Knoten in Priority-Queue mit geeignet gewahlten
Prioritaten

Spielbaum-Suche (Zwei-Personen-Spiele)
Minimax-Suche, a-8-Pruning
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Aussagenlogik: Wissensreprasentation
Formalisierung des Wissens:
Problembeschreibung (Modellierung) durch

» Definition der Aussagenvariablen

» Formeln fiir Zusammenhinge zwischen den Aussagen
oft in speziellen Darstellungen, z.B. als
» Menge aussagenlogischer Formeln,
insbesondere Regeln (ohne Alternative)
» Formeln in spezieller Form, z.B. CNF
» Entscheidungstabelle
» Entscheidungsbaum (Regeln mit Alternative)
» Entscheidungsdiagramm (BDD)

WH: aussagenlogisches Modell = erfiillende Belegung 5 : P — {0,1}
der Aussagenvariablen (aus Menge P) mit Wahrheitswerten
(neu: alternative Darstellung als Menge 371(1) von Aussagenvariablen)
Fragen / Losungen:

> Ist eine gegebene Belegung ein Modell?

> Existiert ein Modell?

» Finde ein Modell / Menge aller Modelle
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Aussagenlogik: Wissensverarbeitung

semantische Verfahren:
» Wahrheitswerttabellen
> Spalte in Entscheidungstabelle finden
» Pfad in Entscheidungsbaum folgen
» Pfad in BDD folgen

syntaktische Verfahren:
> 3dquivalente Umformungen

P aussagenlogische Resolution
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Pradikatenlogik: Wissensreprasentation

Formalisierung des Wissens:
Problembeschreibung (Modellierung) durch

>

>

WH:

>
>

Signatur zur Problembeschreibung:

Funktions- und Relationssymbole mit Typ

(abstrakter Datentyp, Interface)

Formeln fiir Zusammenhinge zwischen den Aussagen (Axiome)

pradikatenlogisches Modell (Interpretation) =

algebraische Struktur und
Belegung der Individuenvariablen mit Elementen der Tragermenge
der Struktur

Fragen / Losungen:

| 2

>
>
>

vy

Ist eine gegebene Interpretation ein Modell?
Existiert ein Modell?

ein Modell bzw. alle Modelle (i.A. unendlich)
alle intendierten Modelle

Haben zwei Formeln (Formelmengen) dieselben Modelle?
Folgt eine Formel aus einer Formelmenge (Wissensbasis)?
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Pradikatenlogik: Wissensverarbeitung

syntaktische Verfahren:
» pradikatenlogische Resolution mit Unifikation
P andere Kalkiile

> 3quivalente Umformungen

semantische Verfahren nur bei Strukturen mit endlichen
Tragermengen moglich
1. Grundinstanziierung:

Ersetzung aller Formeln durch die Menge aller ihrer
Grundinstanzen

Betrachtung der Grundatome als aussagenlogische Atome
2. Anwendung aussagenlogischer Verfahren
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Logische Programmierung

Spezialfall (pradikatenlogischen) SchlieBens

Wissensreprasentation:
P logische Programme: Mengen von
> Fakten (Atome)
> Regeln (Implikation)
» Anfrage (Konjunktion von Atomen)
» Losung: Antwort auf Anfrage (ja / nein),
evtl. mogliche Belegung der Individuenvariablen,
fiir welche die Anfrage aus dem Programm folgt

Wissensverarbeitung:

» Riickwartsverkettung (PROLOG):
pradikatenlogische Resolution (Unifikation)

» Vorwartsverkettung (DATALOG):
Fixpunkte von Konsequenzoperatoren
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Nichtmonotones SchlieBen
Grundannahmen (entprechend menschlicher Intuition):

> closed world assumption (CWA):
Was nicht in Wissensbasis (Programm / Regelmenge), gilt nicht.

» schwache Negation:
Was nicht aus der Wissensbasis abgeleitet werden kann, gilt nicht.

» starke Negation:
Genau die Aussagen, deren Negation aus der Wissensbasis abgeleitet
werden kann, gelten nicht.

Semantik: Menge mdglicher (intuitiver) Modelle

» definite Programme (Hornklauseln):
(immer eindeutiges) minimales Herbrand-Modell
Bestimmung: = kleinster Fixpunkt des Konsequenzoperators

» normal logische Programme (mit negativen Bedingungen):
hat nicht immer genau ein minimales Herbrand-Modell,
Konsequenzoperator hat nicht immer einen Fixpunkt,
selbst wenn, miissen diese nicht tibereinstimmen,
intuitive Modelle: minimale Herbrand-Modelle,
die auch Fixpunkt des Konsequenzoperators sind
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Maschinelles Lernen

» iiberwacht
» korrigierend:
Trainingsmengen enthalten Paare (Eingabe, Ausgabe)
» bestidrkend (reinforcement learning):
Training mit Menge von Eingaben und
Funktion : (Eingabe, Ausgabe) — richtig / falsch

» uniiberwacht
Trainingsmengen enthalten nur Eingaben
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Kiinstliche Neuronen

biologisches Vorbild

mathematisches Modell

prominente Eingangs-, Aktivierungs-, Ausgangsfunktionen
A-Lernregel

McCullochs-Pitts-Neuron

Schwellwert-Neuron

RBF-Neuron

Faltungs-Neuron

VVvVvVYyVvVVVyVYVYyYVYY

geometrische Interpretationen
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Kiinstliche Neuronale Netze

vVVvVvyVvvVvyYVvyYVvyy

Schichten-Struktur

Ein-, Mehr-Schicht-FFN
RBF-Netze

Cognitron, CNN
rekurrente Netze
Assoziativspeicher, BAM
Lernverfahren / Training

Anwendungen
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